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Аннотация—В статье предлагается методика оценки энтропии многоразмерного набора
данных, основанная на сжатии с помощью автокодировщика. Приведено теоритическое
обоснование релевантности данной оценки, а также проведена серия экспериментов на
наборах синтетических данных и на данных рукописных цифр MNIST.

КЛЮЧЕВЫЕ СЛОВА: нейронные сети, энтропия набора данных, автокодировщик, ядер-
ная оценка плотности

1. ВВЕДЕНИЕ

В настоящее время область применения искусственного интеллекта и нейронных сетей зна-
чительно расширяется. В частности, нейронные сети активно применяются в области компью-
терного зрения, улучшения качества изображений и видео, анализа текстов. При этом нейрон-
ные сети используются в большинстве случаев как «черный ящик» без какого-либо понимания
внутренних механизмов их работы, что в условиях решения нейронными сетями критически
важных задач просто недопустимо. Например, для выбора архитектуры модели приходится
либо руководствоваться опытом и результатами предыдущих попыток, либо использовать ге-
нетические алгоритмы или другие методы машинного обучения [1–3]. В результате обучения
нейронной сети выходы промежуточных слоев образуют некоторое внутреннее представление
данных, на которых эта нейронная сеть была обучена. Зачастую анализ внутреннего пред-
ставления данных производится визуально, вручную. К сожалению, существующие подходы
к обучению нейронных сетей не дают возможности конструктивно описать критерии качества
выбранной архитектуры или информативности внутреннего представления. Таким образом,
задача теоретического анализа процесса работы нейронных сетей является крайне важной.

Есть два направления теоретического анализа нейронных сетей: анализ ошибки аппрокси-
мации при использовании глубоких архитектур (см., например, [4, 5]) и анализ процесса обу-
чения. При исследовании процесса обучения нейронной сети в работах [6,7] строились оценки
двух взаимных информаций: между выходом скрытого слоя нейронной сети и меткой клас-
са (такая оценка показывает, насколько хорошо обучился скрытый слой) и между выходом
скрытого слоя и входным набором данных (данная оценка показывает, насколько хорошо сеть
научилась отбрасывать несущественные признаки).
1 Исследование выполнено при финансовой поддержке РФФИ в рамках научных проектов 19-37-51036 и 19-

37-90022.
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Авторы работы [6] выдвинули гипотезу о том, что обучение нейронной сети проходит в две
фазы: подгонки и сжатия. Во время первой фазы обе величины взаимной информации растут,
что соответствует построению классификатора на основе наиболее существенных признаков.
Во второй фазе вторая величина взаимной информации уменьшается – происходит сжатие
внутреннего представления.

Однако, в работах [6, 7] есть принципиальные недочёты. Авторы измеряют взаимную ин-
формацию после некоторого количества эпох обучения при фиксированных обучаемых пара-
метрах. В этом случае нейронная сеть является детерминированной функцией, а взаимная
информация в таком случае может быть или константой (в случае дискретных распределений
входных данных), или бесконечной (в случае непрерывных распределений входных данных).
Также отметим, что оценка энтропии производилась путем дискретизации данных, что, в свою
очередь, не позволяет достичь нужного уровня точности.

Описанные недостатки были устранены в работе [8], где было предложено, во-первых, до-
бавлять аддитивный гауссовский шум к выходам слоев нейронной сети и, во-вторых, оценивать
энтропию не с использованием дискретизации (некорректность данного подхода была проил-
люстрирована в той же работе), а с использованием метода ядерной оценки плотности [9], для
которого были доказаны оценки сходимости [10]. Отметим, что введенный шум не влияет на
качество классификации, но делает вычисления взаимной информации теоретически обосно-
ванным, а зашумленные нейронные сети – это вспомогательный объект, необходимый лишь
для анализа исходных нейронных сетей. Авторами работы [8] на примере экспериментов с
небольшими нейронными сетями было показано, что упомянутое ранее «сжатие» происходит
не во всех случаях. В связи с этим авторы статьи предложили интерпретировать наблюдаемые
изменения величин взаимной информации как следствие кластеризации внутреннего представ-
ления. В частности, было показано, что при наличии регуляризации, препятствующей класте-
ризации внутреннего представления, «сжатие» не наблюдается. Стоит также отметить, что
метод оценки энтропии, основанный на дискретизации данных, позволяет дать представление
о кластеризации оценок меток классов, происходящей в процессе обучения нейронных сетей.
Таким образом, было показано, что теоретико-информационный анализ нейронных сетей поз-
воляет получать сведения о том, насколько сильно кластеризовано внутреннее представление
нейронной сети и какой вклад в кластеризацию вносят отдельные её компоненты. Тем не ме-
нее, авторы работы [8] не смогли наблюдать уменьшение оцениваемой энтропии в процессе
обучения свёрточной нейронной сети – классификатора рукописных цифр MNIST. Возник-
шую проблему авторы объяснили большой размерностью как самого набора данных, так и
выходных значений каждого из внутренних слоёв сети. Однако в отношении отдельных нейро-
нов оценка энтропии действительно уменьшалась в процессе обучения. Таким образом, можно
сделать вывод, что теоретико-информационный подход применим и в отношении больших ней-
ронных сетей, однако предложенная на данный момент методика не позволяет производить
полноценный анализ наборов данных большой размерности.

Известно, что взаимная информация может быть вычислена как разность двух энтропий
(см. раздел 2), поэтому в данной работе мы рассматриваем задачу оценки энтропии набора
данных большой размерности и предлагаем использовать алгоритмы сжатия с потерями и
строить оценки энтропии исходного распределения с помощью оценок энтропии сжатых пред-
ставлений.

2. ПРЕДВАРИТЕЛЬНЫЕ СВЕДЕНИЯ

В данном разделе мы приведем основные определения и введем необходимые для исследо-
вания объекты. Начнем с определения используемых теоретико-информационных величин.

ИНФОРМАЦИОННЫЕ ПРОЦЕССЫ ТОМ 20 № 4 2020
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Определение 1. Дифференциальной энтропией непрерывного случайного вектора X ∈ Rn

и имеющего плотность распределения ρ(x), называется величина

h(X) = −E log ρ(X) = −
∫

suppX

ρ(x)logρ(x) dx, (1)

где основание логарифма задаёт единицу измерения введённой величины. Здесь и далее
suppX ⊆ Rn – носитель ρ(X).

В дальнейшем изложении под энтропией непрерывного случайного вектора будем подра-
зумевать дифференциальную энтропию,причем тут и далее логарифмы имеют натуральное
основание.

Определение 2. Пусть X ∈ Rn и Y ∈ Rm - случайные вектора, имеющие совместную плот-
ность распределения ρ(x, y), и носитель Y не пуст. Тогда условной дифференциальной энтро-
пией X при условии Y называется величина

h(X | Y ) = −E log ρ(X | Y ) = −
∫

suppX

∫
suppY

ρ(x, y) log ρ(x | y) dx dy. (2)

При этом

∀y ∈ suppY ρ(x | y) = ρ(x, y)

ρ(y)
. (3)

Определение 3. Пусть случайные векторы X и Y удовлетворяют условиям определения 2.
Тогда взаимной информацией между X и Y называется следующая величина:

I(X;Y ) = E
[
log

ρ(X,Y )

ρ(X)ρ(Y )

]
=

∫
suppX

∫
suppY

ρ(x, y)

ρ(x)ρ(y)
dx dy. (4)

Замечание 1. Пусть случайные векторы X и Y удовлетворяют условиям определения 2.
Тогда, используя равенства (2), (3) и (4), а также свойство линейности математического ожи-
дания и свойства логарифма, получаем [11]

I(X;Y ) = h(X)− h(X | Y ) = h(Y )− h(Y | X). (5)

3. АВТОКОДИРОВЩИК

Теперь перейдем непосредственно к автокодировщику [12]. Для того, чтобы получить гра-
ницу на энтропию изначального датасета, мы будем добавлять шум к сгенерированным ла-
тентным представлениям. Автокодировщик можно представить как следующую марковскую
цепь

X
enc−−→ T → T ′ dec−−→ X ′, (6)

где X – пространство изначального набора данных; T – пространство латентных представле-
ний, полученное в результате сжатия; T ′ = T +Z, где Z – аддитивный гауссовский шум; X ′ –
пространство восстановленных представлений изначального набора данных, а преобразования
enc и dec задаются кодирующей и декодирующей частями автокодироващика. Теперь сфор-
мулируем теоретическую оценку, на которую мы будем опираться в рамках данной работы.

ИНФОРМАЦИОННЫЕ ПРОЦЕССЫ ТОМ 20 № 4 2020
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Лемма 1. Пусть в обозначениях (6) dimX = dimX ′ = d, dimT = dimT ′ = dimZ = d∗l .
Более того, пусть Z ∼ N (0, σ2Id∗l ) Тогда верна следующая оценка на h(X):

h(X) ≤ h(T ′)− d∗l

(
c+

log σ2

2

)
+ d

(
c+

logD

2

)
, (7)

где c = log(2πe)
2 и D = 1

dE
[
∥X −X ′∥2

]
.

Доказательство. Используя классическое неравенство обработки информации для (6), за-
ключаем что

I(X,T ′) ≤ I(X,X ′). (8)

Распишем сначала левую часть

I(X,T ′) = h(T ′)− h(T ′|X) = h(T ′)− h(Z), (9)

так как enc – детерминированное преобразование, заданное нейронной сетью. Теперь правая
часть

I(X,X ′) = h(X)− h(X|X ′). (10)

Комбинируя все неравенства выше, получаем

h(X) ≤ h(T ′)− h(Z) + h(X|X ′). (11)

Осталось оценить h(Z) и h(X|X ′). Так как Z ∼ N (0, σ2Id∗l ), то заключаем, что h(Z) =
d∗l
2 log(2πe)σ2. Перейдем к оценке h(X|X ′)

h(X|X ′) = h(X −X ′|X ′) ≤ h(X −X ′) ≤
d∑

i=1

h
(
Xi −X ′

i

)
. (12)

Для оценки последнего выражения воспользуемся следующей цепочкой неравенств.

d∑
i=1

h
(
Xi −X ′

i

)
≤

d∑
i=1

h (N (0, Di)) =

d∑
i=1

1

2
log (2πeDi) ≤

d

2
log (2πeD),

где Di = E
[
(Xi −X ′

i)
2
]
, а D = 1

d

∑n
i=1Di. Таким образом, величину h(X|X ′) можно оценить

сверху следующим образом.

h(X|X ′) ≤ d

2
log (2πeD) . (13)

Комбинируя выражения (8)–(13), получаем требуемый результат.

Таким образом, Утверждение 1 показывает, что при помощи сжатия можно построить верх-
нюю оценку энтропии случайной величины, из которой получена выборка. Более того, при
подходящем выборе функции потерь, получится минимизировать последний член в правой
части (7).
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Algorithm 1 Оценка энтропии набора данных посредством сжатия автокодировщиком
1: Вход: S = {si}Ni=1 ⊆ Rd — набор данных из N элементов, A = D ◦ E — архитектура автокодировщика

(здесь E и D обозначают кодирование и декодирование исходного набора данных соответственно; далее d∗l —
размерность внутреннего представления автокодировщика), PAE — параметры обучения автокодировщика,
PCV = (b1, b2, k, ε) — параметры поиска окна для ядерной оценки плотности, σ — стандартное отклонение
каждой из компонент шума, применяемого к внутреннему представлению данных автокодировщиком.

2: Получить обученную по (A,PAE , S) модель: A = fit(A,PAE , S).
3: Получить кодировщик E : Rd → Rd∗l , A = D ◦ E.
4: Получить множество кодов входных данных: C = {ci}Ni=1 = E(S) ⊆ Rd∗l .
5: Линейно отцентрировать и отнормировать распределение кодов: C → C′ = {c′i}Ni=1, EC′ = 0, cov(C′) = I.
6: Получить гауссовский шум: Nl = {ξi}Ni=1 ⊆ Rd∗l : ∀i ξi ∼ N (0, σ2 · Id∗

l
).

7: Получить набор зашумлённых кодов C′′ = {c′′i | c′′i = c′i + ξi}Ni=1

8: Для множества C′′ подобрать оптимальную ширину окна для ядерной оценки плотности с гауссовским
ядром методом k-кратной перекрёстной проверки с начальным предположением — отрезком [b1, b2] и точ-
ностью ε.

b∗ = search_cv(C′′, [b1, b2], k, ε)

9: По полученной оценке оптимальной ширины окна b∗ построить ядерную оценку плотности с гауссовским
ядром:

ρ̂(x) =
1

N

N∑
i=1

(δc′′i ∗ N (0, b∗))(x)

ρ̂k(x) =
1

N − 1

N∑
i=1
i ̸=k

(δc′′i ∗ N (0, b∗))(x)

10: Произвести оценку энтропии кодов методом «убрать один элемент»:

ĥ = − 1

N

N∑
k=1

ln ρ̂k(c
′′
k)

11: Выход: ĥ.

4. АЛГОРИТМ ОЦЕНКИ ЭНТРОПИИ НАБОРА ДАННЫХ БОЛЬШОЙ РАЗМЕРНОСТИ

В рамках задачи оценки энтропии набора данных большой размерности нами предложен
следующий метод: обучение автокодировщика, получение набора кодов – внутренних пред-
ставлений исходных данных, центрирование и нормирование полученного набора, добавление
к нему гауссовского шума, подбор окна для ядерной оценки плотности с гауссовским ядром
посредством перекрёстной проверки, построение ядерной оценки плотности с подобранным
окном, оценка энтропии методом «убрать один элемент»– Leave One-Out (LOO) [10, 13]. Фор-
мализуя, получаем Алгоритм 1.

Описание конкретного вида функций fit и search_cv выходит за рамки данной работы.
Выбор архитектуры автодировщика A при этом основывается на предполагаемых свойствах
набора данных, а параметры b1, b2 и ε , в свою очередь, при правильном выборе реализации
search_cv влияют лишь на скорость и точность поиска b∗.

Параметр k следует брать равным N , а при выборе параметра d∗l исходить из истинной
внутренней размерности набора данных dl. Оставшийся параметр σ подбирается эмпирически
на основе визуального анализа работы автокодировщика и значениях функции потерь.

5. ЭКСПЕРИМЕНТЫ

В данной секции представлены результаты экспериментов работы Алгоритма 1 на раз-
личных наборах данных. Также тут представлены наблюдения о связи между изломами на
графиках оценки энтропии и подсчета фрактальной размерности набора данных.

ИНФОРМАЦИОННЫЕ ПРОЦЕССЫ ТОМ 20 № 4 2020
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Рис. 1. Зависимость энтропии от размерности внутреннего представления. Слева – набор данных MNIST,
справа – набор синтетических данных с разными размерами выборки N .

5.1. Синтетические данные

Алгоритм генерации синтетического набора данных можно описать следующим образом:
происходит получение выборки объема N из гауссовского распределения размерности dl с
единичной матрицей ковариации. Далее к полученным точкам применяется некоторая гладкая
функция f : Rdl → [−1, 1]d. После к полученным значениям добавляется некоторый гауссов-
ский шум размерности d с матрицей ковариации σ2

fn · Id, где параметр σfn мал (∼ 10−3–10−1)
или равен нулю. На Рис. 1 (справа) представлены результаты работы Алгоритма 1 для синте-
тических данных с внутренней размерностью dl = 4, вложенных в пространство размерности
d = 16 с помощью следующей функции f :

y = f(x) : yi = sin
(
π · tanh

[(
−3x3(i/d2l ) mod dl

+ 2x2(i/dl) mod dl
+ 4xi mod dl

)
/10

])
, (14)

x ∈ Rdl , y ∈ Rd.

Стоит отметить, что на графике наблюдается излом именно в окрестности d∗l = dl, и что
более того, графики роста энтропии до этого излома идентичны для различных размеров
набора данных.

5.2. Набор данных MNIST

Помимо синтетических данных была проведена серия экспериментов на наборе данных ру-
кописных цифр MNIST. На Рис. 1 (слева) представлены результаты работы классического
метода главных компонент (PCA) и предложенного Алгоритма 1. Отметим, что оценка энтро-
пии с помощью метода главных компонент оказывается систематически меньше, чем оценка
с помощью сжатия автокодировщиком, хотя и сравнительна близка с ней. Можно прелполо-
жить, что это связано с качеством сжатия, а как следствие с потерей информации о внутренней
структуре данных.

5.3. Фрактальная размерность

В данной секции представлены результаты экспериментов оценки внутренней размерности
набора данных. Для начала дадим определение фрактальной размерности.
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Определение 4. Фрактальная (корреляционная) размерность некоторого множества X опре-
деляется следующим образом:

dcorr = lim
ε→0

lnC(ε)

ln ε
, (15)

C(ε) = lim
N→∞

2PN (ε)

N(N − 1)
,

где C(ε) — корреляционный интеграл, N = |SN | — число точек множества SN ⊆ X, а PN (ε) —
число пар точек множества SN , находящихся на расстоянии не более ε.

Рис. 2. Фрактальная размерности исходного и сжатых представлений набора данных. Слева – набор
данных MNIST, справа – набор синтетических данных.

На Рис. 2 (справа) предаставлены результаты оценки внутренней размерности синтетиче-
ского набора данных. Из графика видно, что фрактальная размерность сжатого представления
стремится к истинной фрактальной размерности набора данных. Кроме того, можно прона-
блюдать связь между скоростью роста графика оценки энтропии (Рис. 1, справа) и скоростью
роста графика оценки внутренней размерности набора данных.

Похожие результаты можно видеть и на эксперименте с набором данных MNIST. Фракталь-
ная размерность сжатого представления стремится к фрактальной размерности изначального
набора данных (Рис. 2, слева), а изломы в графиках происходят в соответствующих друг другу
размерностях сжатых представлений.

6. ЗАКЛЮЧЕНИЕ

В работе предложен алгоритм оценки энтропии набора данных большой размерности с
помощью сжатия с потерями. Проведены серия экспериментов для оценки энтропии и внут-
ренней размерности для синтетических данных, а также для набора данных рукописных цифр
MNIST. В ходе дальнейшей работы планируется исследовать возможность использования дан-
ного алгоритма для оценки внутренней размерности набора данных.

Работа основана на результатах, полученных в рамках образовательного модуля “Современ-
ные методы теории информации, оптимизации и управления”, прошедшего со 2 по 23 августа
2020 в НТУ Сириус, Сочи, Россия.
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High-dimensional dataset entropy estimation via lossy compression

I.D. Butakov, S.V. Malanchuk, A.M. Neopryatnaya, A.D. Tolmachev, K.V. Andreev, S.A.
Kruglik, E.A. Marshakov, A.A. Frolov

This article proposes a method for estimating a high-dimensional dataset entropy based on compressing
via an autoencoder and working with the data’s resulting code representation. The paper discusses this
approach’s correctness and hypotheses about using this method for the related problem of estimating the
internal dimension of a dataset. The hypotheses are illustrated both by experiments with synthetic data and
experiments with the MNIST dataset.
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