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Аннотация—В статье представлен комплексный подход к распознаванию ментальных
команд на основе анализа частотной модуляции сенсомоторных ритмов электроэнцефа-
лографических (ЭЭГ) сигналов с применением современных архитектур глубокого обу-
чения. Основное внимание уделено адаптации и сравнительному анализу моделей моди-
фицированной архитектуры AlexNet и упрощенной конфигурации MobileNetV2, а так-
же гибридных сетей LSTM–Transformer, обладающих потенциалом извлечения частотных
и спектральных закономерностей. В рамках исследования был сформирован специали-
зированный датасет набор данных на основе записей ЭЭГ 30 добровольцев, прошедший
процедуру предобработки, фильтрации и нормализации. Особенностью подхода стало ис-
пользование спектрограмм с высокой частотной детализацией, что позволило эффективно
выделять частотно-модулированные паттерны, ассоциированные с воображаемыми двига-
тельными действиями. Предложенные архитектурные модификации нейросетей направ-
лены на повышение устойчивости к шумам и адаптацию к индивидуальным особенно-
стям ЭЭГ-сигналов. Наилучшие результаты продемонстрировала модель, основанная на
гибриде LSTM и Transformer, показывая высокую точность классификации на тестовой
выборке и стабильность метрик валидации. Представленные результаты подчеркивают
перспективность использования глубоких нейронных сетей для реализации интерфейсов
мозг–компьютер (ИМК), особенно в задачах, требующих чувствительности к незначитель-
ным изменениям в частотных характеристиках биосигналов. Работа может служить осно-
вой для разработки адаптивных ИМК в реабилитационных и ассистивных технологиях.
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1. ВВЕДЕНИЕ

Современные методы обработки электроэнцефалографических (ЭЭГ) сигналов сталкива-
ются с двумя ключевыми вызовами: подавлением артефактов (миогенных, окулярных, сетевых
наводок) и точной классификацией паттернов (эпилептические спайки, когнитивные ритмы,
маркеры P300, паттерны синхронизации/десинхронизации).

Традиционные подходы, основанные на ручном выделении признаков на основе жестких
априорных настроек (например, спектральная мощность, когерентность), имеют ограничен-
ную эффективность из-за высокой вариабельности сигналов между субъектами и во време-
ни. Это стимулирует разработку адаптивных алгоритмов, способных автоматически выявлять
скрытые закономерности в условиях нестационарности данных.

Исследование выполнено за счет гранта Российского научного фонда № 23-19-00664,
https://rscf.ru/project/23-19-00664/.
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Наиболее перспективными зарекомендовали себя сверточные, рекуррентные и гибридные
архитектуры, применяемые к анализу сигналов различной природы, включая воображаемые
движения и моторные команды [1–5]. Например, полосовые фильтры Баттерворта 4-го по-
рядка (1–35 Гц) позволяют сохранить клинически значимые ритмы (дельта, тета, альфа, бе-
та) при одновременном подавлении низкочастотного дрейфа и высокочастотных шумов (-48
дБ/октаву). Для классификации частотных паттернов используются LSTM-сети с многоуров-
невой регуляризацией; добавление двунаправленных LSTM-слоев обеспечивает учет контекста
в прямом и обратном направлениях, что критично при детекции преиктальных паттернов.

Современные интерфейсы «мозг-компьютер» (ИМК) открывают революционные возмож-
ности в реабилитации, управлении протезами и взаимодействии с виртуальной средой [6–8].
Однако ключевой слонжостью остается точная интерпретация электроэнцефалографических
(ЭЭГ) сигналов, особенно связанных с сенсомоторными ритмами (СМР) — мю- (до 13 Гц) и
бета-ритмами (13–30 Гц), модулируемыми при ментальном представлении движений.

Таким образом, глубокое обучение становится ключевым инструментом для решения этой
задачи. В отличие от классических подходов, искусственные нейросети способны:

анализировать спектральные характеристики ЭЭГ без явного задания признаков;
адаптироваться к индивидуальным особенностям пользователя за счет трансферного обу-

чения.
Однако большинство существующих моделей фокусируются на амплитудно-временных, и,

в значительно меньшей степени, на частотной динамике [9–11]. Например, смещение доми-
нирующей частоты мю-ритма на 1–2 Гц может указывать на переход от фазы планирова-
ния к исполнению движения. Авторы отмечают, что большинство современных архитектур
для анализа ЭЭГ представляют собой модификации классических моделей глубокого обуче-
ния (ResNet, LeNet, AlexNet). Разработанные в настоящем исследовании сети также являются
адаптациями этих базовых архитектур; на этапе их синтеза использовались классические под-
ходы. Достигнутые показатели точности сопоставимы с результатами, приведёнными в работе
[7].

EEGformer – архитектура класса encoder–decoder, выполняющая компрессию простран-
ственных признаков, на основе которых возможны как классификация, так и реконструкция
сигналов; схожий подход ранее описан в [12]. EEGNet – относительно не новая, но специализи-
рованная под специфику ЭЭГ архитектура, ориентированная преимущественно на обработку
частотных последовательностей. И в EEGformer, и в EEGNet на вход подаются частотные
ряды, тогда как в рассматриваемых в данной работе моделях входными данными являют-
ся временные компоненты сигналов. Соответственно, основной акцент сделан на анализе их
спектральной (временной) динамики.

Цель работы — получение модифицированных (индивидуально-адаптированных) архитек-
тур искусственных нейронных сетей глубокого обучения для распознавания команд на основе
датасетов наборов данных динамики частотной модуляции.

Основные задачи в рамках представленного исследования:
Реализована групповая обработка сигналов F3, F4, F7, F8 как единого пространственно-

частотного паттерна и сопоставить её с изолированной обработкой каналов.
Спроектирована гибридная архитектура с выделенным фронтальным субмодулем для из-

влечения признаков, связанных с интенцией движения (включая тета–гамма когерентность в
F3/F4).

Внедрен механизм внимания, динамически взвешивающий вклад фронтальных и централь-
ных паттернов.
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Проведена валидация результатов на собственном экспериментальном датасете наборе дан-
ных.

Научная новизна исследования заключается разработке подхода на основе адаптированных
архитектур искусственных нейронных сетей для классификации на основе группы каналов (F3,
F4, F7, F8), отличающимся тем, что отведения анализируются комплексно с учетом парно-
частотных паттернов (например, тета-гамма когерентности в F3/F4), которые коррелируют с
интенцией движения.

Проведённое исследование представляет собой комплексную работу по разработке и апро-
бации нейросетевых архитектур для распознавания ментальных команд на основе частотной
модуляции сенсомоторных ритмов ЭЭГ.

Основной научный вклад заключается в создании адаптивных моделей глубокого обуче-
ния, способных эффективно обрабатывать спектрально-частотные паттерны нейрофизиоло-
гических данных в условиях высокой межсубъектной и временной вариабельности. Впервые
предложены и реализованы модификации классических архитектур (AlexNet, MobileNetV2)
с учётом специфики узкоформатных входных данных, характерных для спектрограмм ЭЭГ.
Кроме того, синтезированы гибридные архитектуры LSTM-Transformer, сочетающие преиму-
щества рекуррентной памяти и механизмов внимания.

2. СБОР И АНАЛИЗ ЭКСПЕРИМЕНТАЛЬНЫХ МАТЕРИАЛОВ

В рамках настоящего исследования была сформирована выборка из 30 добровольцев обо-
их полов в возрасте от 17 до 23 лет, включая 12 женщин и 18 мужчин. Все участники на
момент проведения эксперимента не имели в анамнезе неврологических или психиатриче-
ских заболеваний, не принимали психотропных препаратов, а также обладали нормальным
или скорректированным до нормы зрением. Каждому испытуемому был присвоен уникаль-
ный идентификационный номер в диапазоне от 1 до 301.

Регистрация электроэнцефалографических (ЭЭГ) данных осуществлялась по четырём от-
ведениям: F3, F7, F4 и F8, с частотой дискретизации 5000 Гц. Выбор указанных отведений
обусловлен тем, что фронтальные области мозга участвуют в планировании и инициации дви-
жений, модулируя активность сенсомоторной коры через кортико-кортикальные связи и прак-
тической значимость для задачи машинной классификации [13–15]:

1. F3/F4 (средне-фронтальные зоны) связаны с подготовкой моторных команд и вниманием
к движению, что влияет на амплитуду и частоту мю-ритма.

2. F7/F8 (нижне-фронтальные зоны) вовлечены в регуляцию когнитивного контроля, что
критично для устойчивого распознавания команд в условиях изменяющейся когнитивной на-
грузки.

3. Латерализация сигнала: F3 (левая фронтальная кора) и F4 (правая) помогают различать
команды для левой/правой руки через асимметрию бета-синхронизации.

4. Частотная модуляция: Динамика фронтальных ритмов (например, тета-гамма-связь)
коррелирует с точностью распознавания моторных команд, что используется для адаптивной
настройки нейросетей.

В процессе записи был активирован режекторный фильтр (для подавления помех сете-
вой частоты), тогда как фильтры высоких и низких частот оставались деактивированными.
1 Все процедуры, выполненные в исследованиях с участием людей, соответствуют этическим стандартам на-

ционального комитета по исследовательской этике и Хельсинкской декларации 1964 г. и ее последующим
изменениям или сопоставимым нормам этики. От каждого из включенных в исследование участников бы-
ло получено информированное добровольное согласие (протокол 42-02 от 08.06.2020 этического комитета
по биомедицинским исследованиям). Перед проведением эксперимента с испытуемых осуществляется сбор
анамнеза на наличие противопоказаний.
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Для устранения артефактов и нежелательных частотных составляющих, полученные сигна-
лы были дополнительно обработаны полосовым фильтром Баттерворта четвёртого порядка с
частотным диапазоном пропускания от 1 до 35 Гц.

Регистрация и первичная обработка биосигналов осуществлялись с применением специали-
зированного медицинского оборудования «Нейрон-Спектр-4ВП» (ООО «Нейрософт», Россия).
Для автоматизации процесса записи и анализа ЭЭГ-сигналов было разработано собственное
программное обеспечение [16], которое реализовано на основе интерфейсов прикладного про-
граммирования (API) и программных средств разработки (SDK), предоставленных произво-
дителем оборудования.

Эксперимент состоял из двух основных последовательных этапов: фазы калибровки и по-
следующего тестирования. Каждый из этапов включал два подхода: выполнение двигательной
активности и её ментальное воспроизведение.

На этапе калибровки участникам предъявлялись команды, требующие выполнения опреде-
лённых двигательных действий. Всего использовались четыре типа моторных команд:

“Влево” – одновременное напряжение мышц левой руки и левой ноги;
“Вправо” – напряжение мышц правой руки и правой ноги;
“Отдых” – полное мышечное расслабление;
“Вперёд” – одновременное напряжение всех четырёх конечностей.
Дополнительно, испытуемым предлагалось ментально воспроизводить соответствующие дей-

ствия, представленные на экране, без фактического совершения движения. Для каждой коман-
ды в частотном диапазоне 5–15 Гц проводился анализ с помощью дискретного преобразования
Фурье, осуществляемый в окнах длительностью 1 секунда с перекрытием 0,2 секунды.

На этапе тестирования участникам предъявлялся случайный набор из 20 команд, последо-
вательность которых была неизвестна заранее. Критерием успешного распознавания коман-
ды служило поддержание ЭЭГ-паттерна, зафиксированного в фазе калибровки, в течение не
менее 2 секунд. Если требуемый паттерн не обнаруживался в течение 20 секунд, команда
считалась невыполненной, и система автоматически переходила к следующему стимулу.

В ходе эксперимента испытуемым предоставлялась визуальная обратная связь в виде ги-
стограмм, отображающих эффективность выполнения задач. Также на экране в режиме ре-
ального времени отображался статус текущего выполнения всех предъявляемых команд.

В качестве иллюстративного примера анализировалась ЭЭГ испытуемого №6, зарегистри-
рованная с отведений F3, F7, F4 и F8 (рис. 1). Частотный ряд, полученный в отведении F3,
демонстрирует выраженную активность в виде аркообразных колебаний с регулярной струк-
турой и повышенной амплитудой, характерной для сенсомоторных ритмов.

В результате проведения всех сеансов ЭЭГ для каждого испытуемого были сформированы
индивидуальные наборы данных, содержащие серии ЭЭГ-записей, соответствующие предъяв-
ляемым моторным и ментальным командам. Полученные массивы данных далее рассматри-
вались как основа для построения обучающих и валидационных выборок.

Спектральный анализ зарегистрированных ЭЭГ-данных выявил выраженный пик мощно-
сти в области 13–15 Гц (зависимость индивидуальная), что соответствует типичному диапазону
мю-ритма, характерного для взрослых испытуемых. Обнаруженные спектральные параметры
согласуются с данными, представленными в научной литературе, согласно которым частота
мю-ритма у взрослого населения, как правило, стабилизируется в диапазоне около 10 Гц [17,
18]. Анализ временной структуры сигнала продемонстрировал характерную для мю-ритма
организацию колебательной активности, включающую чередование фаз десинхронизации и
ресинхронизации, что соответствует физиологическим особенностям данного ритма [19].
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Рис. 1. Временной ряд с визуально характерной активностью в виде аркообразных колебаний в отведе-
нии F3.

Полученные результаты подтверждают корректность выбранной методики регистрации и
обработки ЭЭГ-сигналов, а также наличие типичного мю-ритма у испытуемого. Эти данные
могут быть использованы в дальнейшем для анализа функционального состояния мозга и
разработки интерфейсов мозг–компьютер, основанных на индивидуальных ритмических осо-
бенностях нейрональной активности.

3. ФОРМИРОВАНИЕ НАБОРА ДАННЫХ ДЛЯ ГЛУБОКОГО МАШИННОГО
ОБУЧЕНИЯ

Одной из ключевых задач настоящего исследования являлось формирование обучающего
набора данных, предназначенного для последующего применения в задачах глубокого машин-
ного обучения. В процессе реализации данной задачи были проанализированы и адаптирова-
ны различные методологические подходы к построению составлению набора данных, с учётом
специфики нейрофизиологических сигналов, в частности ЭЭГ. Этапы предобработки данных
соответствовали современным рекомендациям и признанным практикам в области анализа
биомедицинских сигналов, что обеспечило высокое качество и пригодность полученных дан-
ных для последующего моделирования [20–22].

Из общего числа экспериментальных ЭЭГ-наборов (N = 30) для построения обучающей
выборки было случайным образом отобрано 22 набора. Регистрация нейрофизиологических
данных осуществлялась с использованием четырёх биполярных отведений в соответствии с
международной схемой 10–20: F3 (левый фронтальный), F7 (левый передневисочный), F4
(правый фронтальный) и F8 (правый передневисочный). Сигналы записывались с высокой
частотой дискретизации, составляющей 5000 Гц. В процессе регистрации был активирован
режекторный фильтр на частотах сетевого шума (50/60 Гц), при этом фильтры верхних и
нижних частот (ФВЧ/ФНЧ) оставались деактивированными.

С целью подавления артефактов и устранения нежелательных частотных компонент, сиг-
налы подвергались предварительной обработке с использованием полосового фильтра Баттер-
ворта четвёртого порядка. Фильтр характеризовался заданной передаточной функцией:

H(S) =
1

(s2 + 0.765sωc + ω2
c )(s

2 + 1.848sωc + ω2
c )
,
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где s – комплексная переменная Лапласа, ωc = 2π(35−1) рад/с – центральная частота полосы
пропускания фильтра. Данный фильтр эффективно подавлял низкочастотный дрейф базовой
линии (нижняя граница фильтрации: 1 Гц) и высокочастотные мышечные артефакты (верхняя
граница: 35 Гц), что обеспечивало очистку сигнала от наиболее распространённых искажений,
встречающихся при регистрации ЭЭГ.

После фильтрации исходные данные были структурированы в виде многоканального ЭЭГ-
сигнала со следующей архитектурой представления:

D = {}, L = {},

где D – множество спектрограмм, а L – метки классов c ∈ {0, 1, 2.3}, соответствующие иссле-
дуемым когнитивным состояниям.

Учитывая исходные параметры частоты дискретизации и длительности регистрации ЭЭГ-
сигнала, с целью устранения частотной избыточности и выделения информативных паттернов
была реализована последовательность процедур, соответствующая следующей методике:

1. Для каждого класса c ∈ {0, 1, 2, 3}, каждого испытуемого k ∈ {1, . . . , 22}, частотный ряд
канала (отведения):

x
(c,k)
j ∈ R70000, j ∈ {1, . . . , 22},

произведена сегментация с перекрытием:

ω(j)
m = x

(c,k)
j [2000m : 2000m+ 10000], m ∈ {0, 1, . . . ,

[
70000

2000

]
− 1}.

Для устранения частотной избыточности каждый сигнал длиной 70000 отсчётов (14 секунд)
сегментировался на перекрывающиеся окна: длина окна – 10000 отсчётов (2 секунды), шаг
смещения – 2000 отсчётов (0.4 секунды).

2. С учётом заданного частотного диапазона, при размере выборки N = 10000 и частоте
дискретизации Fs = 5000 Гц, было получено:

∆f =
FS

N
=

5000

10000
= 0.5

Гц
бин

.

3. Для каждого окна ω
(j)
m , осуществлен переход в частотную область с применением дис-

кретного преобразование Фурье (ДПФ):

F (j)
m (k) =

N−1∑
n=0

ω(j)
m [n]e−i 2πkn

N , N = 10000.

В результате получена следующая спектральная характеристика:

S(j)
m = (|F (j)

m (0)|, |F (j)
m (1)|, . . . , |F (j)

m (95)|) ∈ R96,

где охвачен диапазон 0–48 Гц (96 × 0.5 Гц), что включает все клинически значимые ритмы
ЭЭГ: дельта (0.5–4 Гц), тета (4–8 Гц), альфа (8–12 Гц), бета (12–30 Гц), гамма (30–48 Гц).

Следует отметить, что, несмотря на теоретическую возможность анализа сигналов вплоть
до 2500 Гц (в соответствии с теоремой Найквиста), ограничение верхней границы частотного
диапазона на уровне 48 Гц было введено целенаправленно для исключения высокочастот-
ных артефактов, включая мышечные и индуцированные сетевым шумом (50/60 Гц) компо-
ненты. Для повышения плотности обучающей выборки при сохранении частотной структуры
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сигналов была реализована стратегия сегментации с перекрытием 80%. Такой подход позво-
лил существенно увеличить объём данных, сохранив при этом информативность частотных
паттернов. Кроме того, выбор окна длиной 2 секунды (соответствующего 10000 отсчётам)
обеспечивает захват клинически значимых фрагментов ЭЭГ-активности. Это соответствует
общепринятым методам обработки ЭЭГ [23–25].

4. Полученные результаты структурированы в трехмерный тензор:

D ∈ RM×4×96, M = 4× 22×

[
70000

2000

]
,

где M – общее количество примеров, а 4 × 96 – пространство признаков (число каналов ×
частотная характеристика).

5. С целью нивелирования межиндивидуальных вариаций амплитудных характеристик ЭЭГ-
сигналов была проведена глобальная статистическая нормализация методом Z-преобразования:

µ =
1

M

M∑
i=1

Di, σ =
1

M

M∑
i=1

(Di − µ)2; Dnorm =
D − µ

σ
.

Следует подчеркнуть, что применение Z-нормализации позволяет эффективно устранить
межиндивидуальные различия в амплитуде ЭЭГ-сигналов, что имеет принципиальное значе-
ние для обеспечения способности модели к обобщению на данные новых испытуемых. Для
оценки возможных тонких частотных сдвигов между классами каждая 2-сек спектрограмма
(шаг 0.4 с, разрешение 0.5 Гц) дополнительно использовалась для извлечения доминирующей
частоты в диапазоне 8–20 Гц: выбирался бин максимальной мощности после сглаживания по
частоте (скользящее окно из 3 бинов). Для каждого испытуемого и класса рассчитывались
медианные значения, а также формировались усреднённые спектры.

6. Процедура формализации набора данных представлена поэтапно далее по тексту.
a. Для набора данных определено следующее множество:

D = {(Xi, yi)}Mi=1,

где Xi ∈ R4×96 – нормализованная спектрограмма, yi ∈ {0, 1, 2, 3} – метка класса.
b. Для сформированного множества данных было выполнено вероятностное разбиение на

подвыборки:

Dtrain ∪ Dtest = D, |Dtrain| = [αM ],

где α ∈ (0, 1) – доля обучающей выборки.
С целью минимизации эффекта переобучения значение параметра α было установлено на

уровне 0.7.
7. На заключительном этапе была выполнена процедура формирования обучающих пакетов

данных, предназначенных для последовательной подачи данных в модель в процессе обучения:

B = {X(e),y(e)}Ee=1, B =

[
Dtrain

K

]
,

где X(e) ∈ RK×4×96, K – размер пакета данных.
Для оптимизации использования вычислительных ресурсов при реализации стохастическо-

го градиентного спуска размер пакета данных K был установлен равным 16.
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В результате сформированный набор данных был случайным образом разделён на обуча-
ющую подвыборку (70 %, 2118 примеров) и тестовую подвыборку (30 %, 908 примеров), что
соответствует принятым стандартам методологической строгости в задачах машинного обуче-
ния [26].

С целью повышения вычислительной эффективности в процессе обучения модели данные
были сгруппированы в пакеты данных размерами 10 и 16, что обеспечило рациональное ис-
пользование доступных аппаратных ресурсов.

Ключевыми достоинствами предложенной методики являются сохранение топографиче-
ских взаимосвязей между каналами регистрации (см. рис. 2), адаптивность к нестационарно-
му характеру ЭЭГ-сигналов, достигаемая за счёт использования перекрывающихся частотных
окон, а также высокая устойчивость к шумовым компонентам, обеспечиваемая применением
комбинированных фильтрационных процедур. Дополнительными преимуществами выступают
высокая интерпретируемость спектральных признаков и возможность учёта межиндивидуаль-
ных вариаций за счёт применения нормализации данных.

Рис. 2. Расположение каналов в примере набора данных: топография и пространственная организация
сигналов.

4. ПРОЕКТИРОВАНИЕ НЕЙРОСЕТЕВЫХ АРХИТЕКТУР ДЛЯ АНАЛИЗА ДАННЫХ
ЧАСТОТНОЙ МОДУЛЯЦИИ СЕНСОМОТОРНЫХ РИТМОВ

Для реализации процедур глубокого машинного обучения в настоящем исследовании бы-
ли выбраны и адаптированы две зарекомендовавшие себя архитектуры нейронных сетей –
AlexNet и MobileNetV2 [27–29]. Учитывая их эффективность в задачах распознавания визу-
альных паттернов, в качестве базовых были использованы модифицированные реализации
данных моделей, специально адаптированные к особенностям исходного набора данных для
ЭЭГ.

Выбор указанных архитектур обусловлен их принадлежностью к классу сверточных ней-
ронных сетей (СНС), обладающих высокой результативностью при обработке изображений и
двумерных сигналов [30–32]. Сверточные сети характеризуются локальной связностью, пара-
метрической компактностью (благодаря разделяемым весам), а также способностью извлекать
устойчивые пространственные признаки из входных данных. Внутри сети активации, генери-
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руемые ядрами свёртки, формируют двумерные карты признаков, отражающие локальные
закономерности во входном пространстве. На выходе СНС располагается полносвязный слой,
агрегирующий информацию и формирующий итоговое предсказание.

С учётом специфики представления данных (узкоформатные матрицы: 4 пикселя по высо-
те, 96 – по ширине), архитектура AlexNet была модифицирована для обработки одномерных
сигналов с минимизацией вычислительной нагрузки. В отличие от оригинального варианта
(вход: 224× 224 RGB), в данной реализации реализованы следующие адаптивные изменения:
упрощённая архитектура сверточных блоков, уменьшение количества параметров, а также
оптимизация размера фильтров под узкие входные тензоры. Далее представлены ключевые
изменения:

1. Входные данные
На вход нейросетевой модели поступает четырёхмерный тензор с одним каналом:

X(e) ∈ RE×1×H×W , e ∈ {1, . . . , E}, E = 16, H = 4, W = 96,

где:
– E – размер пакеты данных (количество примеров, обрабатываемых одновременно),
– e – индекс конкретного примера внутри пакета данных,
– H – высота изображения (отражающая количество пространственных каналов ЭЭГ),
– W – ширина изображения (отражающая амплитуду по частоте в отсчетах).
2. Сверточный блок (Features)

a. Первый сверточный слой (Conv_0):
Первый слой представляет собой двумерную свертку:

Conv2d(1 → 16, kernel = (2, 2), padding = (1, 1)).

Параметры слоя:
W0 ∈ R16×1×2×2 – ядра свертки,
b0 ∈ R16 – векторы смещений.
Результирующий тензор активаций вычисляется по формуле:

Y
(e,c,i,j
0 =

1∑
m=0

1∑
n=0

Xe,1.i+m−1,j+n−1 ×W c,1,m,n
0 + b

(c)
0 ,

где:
– c ∈ {0, 1, . . . , 15} – индекс фильтра,
– m,n ∈ {0, 1, . . . , 15} – координаты ядра свертки,
– i, j – координаты карты признаков.
Использование симметричного паддинга по одному пикселю с каждой стороны (padding

= 1) компенсирует смещение индексов i + m − 1, j + n − 1, сохраняя размерность выходного
тензора. Результатом операции является тензор:

Y0 ∈ RE×16×5×97.

b. Слой субдискретизации (MaxPool_1):
Следующим этапом является применение операции максимальной подвыборки:

MaxPool2d (kernel=2, stride=2).
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Формула для вычисления значений на выходе:

Y
(e,c,i,j)
1 = max

m,n∈{0,1}
Y

(e,c,2i+m,2j+n)
0 .

Операция уменьшает пространственное разрешение карты признаков вдвое, способствуя
агрегации локальных признаков и снижению вычислительной нагрузки. Результат понижения
– тензор:

Y1 ∈ R16×16×2×48.

c. Активационный слой ReLU:
Результат применения функции активации ReLU к тензору Y1 определяется выражением:

Y
(e,c,i,j)
2 = max(0, Y

(e,c,i,j)
1 ).

d. Второй сверточный слой (Conv_2):

Conv2d(16 → 32, kernel=(2,2), padding=(1,1))).

Операция реализуется как:

Y
(e,c,i,j)
3 =

1∑
m=0

1∑
n=0

15∑
d=0

Y
(e,d,i+m−1,j=n−1)
2 ×W

(c,d,m,n)
1 + b

(c)
1 ,

где:
– W1 ∈ R32×16×2×2 – ядра свертки,
– b1 ∈ R32 – вектор смещений,
– Y3 ∈ R16×32×3×49 – выходной тензор.
e. MaxPool слой:

MaxPool2d(kernel=2, stride=2),

Y
(e,c,i,j)
4 = max

m,n∈{0,1}
Y

(e,c,2i+m,2j+n)
3 .

f. ReLU активация:

U
(e,c,i,j)
5 = max(0, Y

(e,c,i,j)
4 ).

3. Полносвязный классификатор (Fully Connected Classifier)
a. Преобразование в вектор (Flatten):

Z
(e)
0 = vec

(
Y

(e)
5

)
∈ R16×(32×1×24) = R16×768.

b. Dropout (p = 0.2):

Zdrop
1 = Dropout(Z0, p = 0.2).

c. Полносвязный слой: 768 → 128
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Z
(e,k)
2 =

767∑
d=0

Z
drop(e,d)
1 ×W

(k,d)
2 + b

(k)
2 , W2 ∈ R128×768.

d. ReLU:

Z
(e,k)
3 = max(0, Ze,k

2 ).

e. Dropout (p = 0.2):

Zdrop
4 = Dropout(Z3, p = 0.2).

f. Полносвязный слой: 128 → 32

Z
(e,k)
5 =

127∑
d=0

Z
drop(e,d)
4 ×W

(k,d)
3 + b

(k)
2 , W3 ∈ R32×128.

g. ReLU:

Z
(e,k)
6 = max

(
0, Z

(e,k)
5

)
.

h. Полносвязный слой: 32 → 16

Z
(e,k)
7 =

31∑
d=0

Z
(e,d)
6 ×W

(k,d)
4 + b

(k)
4 , W4 ∈ R16×32.

i. ReLU:

Z
(e,k)
8 = max

(
0, Z

(e,k)
7

)
.

j. Dropout (p = 0.2):

Zdrop
9 = Dropout(Z8, p = 0.2).

k. Финальный полносвязный слой: 16 → 4

Y
(e,c)
out =

15∑
d=0

Z
drop(e,d)
9 ×W

(c,d)
5 + b

(c)
5 , W5 ∈ R4×16, c ∈ {0, 1, 2, 3}.

Модифицированная архитектура AlexNet, адаптированная для анализа спектрограмм ЭЭГ,
условно делится на два ключевых компонента: сверточный блок (features), отвечающий за
извлечение признаков, и блок классификации (classifier), реализованный на базе полносвязных
слоев (см. рис. 3).

Первым этапом обработки служит сверточный слой:
Conv2d (1, 16, kernel_size=(2,2), padding=(1,1)), который увеличивает глубину представле-

ния до 16 каналов, при этом выходная размерность изменяется за счёт применения нулевого
дополнения. За ним следует операция субдискретизации – MaxPool2d(kernel_size=2, stride=2),
уменьшающая пространственное разрешение вдвое. После этого применяется функция акти-
вации ReLU.
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Рис. 3. Адаптированный AlexNet для распознавания сенсомоторных ритмов ЭЭГ.

Второй сверточный блок реализован слоем:
Conv2d(16, 32, kernel_size=(2,2), padding=(1,1)), за которым следуют MaxPool2d и ReLU с

аналогичными параметрами. Итоговая размерность тензора перед переходом к полносвязной
части составляет 32× 1× 24 = 768 элементов.

Блок классификации (classifier) начинается с операции выравнивания (flatten), после че-
го данные последовательно проходят через несколько полносвязных слоёв с промежуточны-
ми функциями активации ReLU и регуляризующими слоями Dropout. Первый полносвязный
слой имеет размерность: Linear (in_features=768, out_features=128), и далее следует каскад
уменьшения размерности до 4 выходных классов, соответствующих распознаваемым мотор-
ным командам.

Такое архитектурное решение обеспечивает как высокую выразительность признаков, так и
устойчивость к переобучению за счёт применения Dropout и уменьшенного числа параметров
по сравнению с оригинальной AlexNet.

Ключевые особенности разработанной архитектуры, основанной на модифицированном ва-
рианте AlexNet, включают ряд структурных и функциональных решений, направленных на
адаптацию модели к специфике обработки сенсорных данных и ограниченных вычислитель-
ных ресурсов:

1. Оптимизация входных данных.
Входной тензор X(e) по размерности в 56 раз меньше исходного разрешения классической

AlexNet (размерность 4×96 против 224×224). Это делает архитектуру эффективной для задач
анализа узкополосных спектрограмм, структурных шаблонов в сенсорных потоках, штрихко-
дирования и классификации сигналов ограниченной ширины.

2. Компактная сверточная база.
Вместо традиционных свёрток размером 11 × 11 или 5 × 5, использованы свёртки 2 × 2, с

симметричным паддингом (1,1), что позволяет сохранить размерность на первом этапе. Число
фильтров в первом слое снижено до 16 (в оригинальной AlexNet – 96), что уменьшает объём
параметров и ускоряет обработку.

3. Двухэтапное понижение размерности.
Последовательности Conv2d → MaxPool2d → ReLU применяются дважды с агрессивным

понижением размерности:
– после первого блока: 5× 97 → 2× 48;
– после второго: 3× 49 → 1× 24.
4. Упрощенный классификатор.
Классическая структура полносвязных слоев (с 4096 нейронами) заменена компактной по-

следовательностью: 768 → 128 → 32 → 16 → 4. Между линейными слоями реализована
тройная Dropout–регуляризация с вероятностью p = 0.2, что значительно снижает риск пере-
обучения при ограниченном объёме обучающих данных.
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5. Сохранение топографической информации.
Паддинг в свёрточных слоях предотвращает сокращение размерности вдоль частотной оси,

что критически важно для анализа краевых спектральных признаков в ЭЭГ-сигналах.
6. Рост иерархической глубины признаков. Прогрессивное увеличение числа каналов (1 →

16 → 32) способствует поэтапному извлечению признаков различного уровня абстракции, что
отражает иерархическую природу нейросетевого представления.

7. Сжатие частотной оси.
Операции MaxPooling последовательно уменьшают размерность по частотной оси: 4 → 2 →

1, что снижает избыточность и повышает устойчивость к шумам.
8. Подавление артефактов и шумов.
Использование трёх Dropout–слоёв с p = 0.2 эффективно предотвращает переобучение мо-

дели на шумовые компоненты и индивидуальные особенности сигналов.
9. Непрерывная нелинейность.
Включение ReLU-функций после каждого линейного преобразования (за исключением вы-

ходного слоя) позволяет эффективно моделировать сложные нелинейные зависимости.
10. Соответствие сегментной структуре данных.
Размер пакета данных, равный 16, согласован с параметрами сегментации (шаг в 2000 от-

счётов), обеспечивая согласованную подачу входных данных в сеть.
Таким образом, предложенная архитектура демонстрирует, как принципы AlexNet могут

быть адаптированы под условия ограниченных вычислительных ресурсов, характерных для
edge-устройств. При этом сохраняется способность к извлечению пространственных паттер-
нов и обеспечивается снижение вычислительной сложности модели на ∼ 98% по сравнению с
оригиналом.

Далее приводится формализованное описание архитектуры модифицированной MobileNetV2
(см. рис. 4), адаптированной для анализа спектральных представлений ЭЭГ-сигналов:

Рис. 4. Адаптированный MobileNet2 для распознавания сенсомоторных ритмов ЭЭГ.

1. Входной слой.
Формат входных данных:

X (0) ∈ RE×C×T . E = 16, C = 4, T = 96,

где:
– E – размер пакеты данных,
– C – количество входных каналов (например, 4 спектрограммы),
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– T – частотные компоненты.
2. Начальный сверточный слой.

X
(1)
e,c′,t′ = ReLU6

(
3∑

c=0

2∑
k=0

W
(init)
c′,c,k ×X

(0)
e,c,2t′+k−1

)
,

где:
– W (init) ∈ R32×4×3 – параметры фильтров,
– страйд = 2,
– c′ ∈ [0, 31], t′ ∈ [0, 47].
Результат:

X(1) ∈ R16×32×48.

3. Инвертированные остаточные блоки.
a. Блок 1: (32 → 32)

i. Расширение (expansion):

X
(2)
e,c′′,t′ = ReLU6

(
31∑
c−0

W
(exp1)
c′′,c′ ×X

(1)
e,c′,t′

)
, W (exp1) ∈ R192×32.

ii. Depthwise-свертка:

X
(3)
e,c′′,t′′ = ReLU6

(
2∑

k=0

W
(dw1)
c′′,k ×X

(2)
e,c′′,2t′′+k−1

)
, W (dw1) ∈ R192×3.

iii. Проекция (projection):

X
(4)
e,c′′′,t′′ =

191∑
c′′=0

W
(proj1)
c′′′,c′′ ×X

(3)
e,c′′,t′′ , W (proj1) ∈ R32×192.

Выход:

X(4) ∈ R16×32×24.

b. Блок 2: (32 → 64)

Аналогично с параметрами:
– W (exp2) ∈ R192×32;
– W (dw2) ∈ R192×3;
– W (proj2) ∈ R64×192.
Выход:

X(6) ∈ R16×128×6.

c. Блок 3: (64 → 128)

Параметры:
– W (exp3) ∈ R384×64;
– W (dw3) ∈ R384×3;
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– W (proj3) ∈ R128×384.
Выход:

X(6) ∈ R16×128×6.

d. Финальный сверточный слой.

X
(7)
e,c′,t = ReLU6

(
127∑
c=0

W
(last)
c′,c ×X

(6)
e,c,t

)
, W (last) ∈ R1280×128,

Выход:

X(7) ∈ R16×1280×6.

e. Глобальный пуллинг.

X
(pool)
e,c′ =

1

6

5∑
0

X
(7)
e,c′,t′ .

Выход:

X(pool) ∈ R16×1280.

f. Классификатор.

Y
(out)
e,k =

1279∑
c′=0

W
(cls
k,c′ ×

(
Dropout

(
X

(pool
e,c′

))
+ b

(cls)
k , W (cls) ∈ R4×1280.

Финальный выход:

Y (out) ∈ R16×4.

Представленная архитектура адаптирована к работе с частотными рядами ограниченной
размерности и соответствует парадигме лёгких моделей, пригодных для внедрения в мобиль-
ные и встроенные системы (edge-device class), при сохранении глубокой обучающей способно-
сти и устойчивости к шумам. В такой модификации архитектуры MobileNetV2 предложена
адаптация классической модели к задаче обработки одномерных частотных рядов. В отличие
от оригинального варианта, основанного на двухмерных свёртках, модифицированная сеть
использует одномерные сверточные операции, что делает её пригодной для анализа последо-
вательных сигналов, таких как ЭЭГ-данные, с параметрами: Cin = 4 (число каналов) и L = 96
(частотные компоненты).

Сохраняя ключевые архитектурные принципы MobileNetV2 – использование инвертирован-
ных остаточных блоков с линейными узкими слоями (linear bottlenecks), глубинные (depthwise)
свёртки и нелинейности ReLU6, обеспечивающие устойчивость к квантизации – предложен-
ная модификация реализует ряд упрощений. В частности, вместо 19 блоков с переменными
коэффициентами расширения t и страйдами s, используется сокращённая конфигурация из 3
блоков, что существенно уменьшает вычислительную сложность и объём модели.

Рассмотренная модификация сохраняет принципы базового паттерна MobileNetV2:
1. Расширение: увеличение числа каналов посредством 1× 1 свёртки с коэффициентом t =

6;
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2. Depthwise-свертка: групповая свертка ядром 3, реализующая разделённую обработку
каждого канала;

3. Проекция: сжатие размерности через линейную 1× 1 свертку без применения активаци-
онной функции.

Основные отличия:
– применение 1D-свёрток вместо 2D, что делает модель эффективной для частотных по-

следовательностей;
– фиксированный коэффициент расширения t = 6 для всех блоков, упрощающий архитек-

туру;
– последовательная стратегия уменьшения размерности входной последовательности по схе-

ме: 96 → 48 → 24 → 12 → 6;
– использование глобального усредняющего пулинга на выходе сверточного блока, что ис-

ключает необходимость в полносвязных слоях и сокращает число параметров модели.
Таким образом, предложенная архитектура демонстрирует, как принципы MobileNetV2 мо-

гут быть эффективно трансформированы под задачи обработки нейрофизиологических ча-
стотных рядов, сохраняя высокую точность классификации при минимальных вычислитель-
ных затратах [33]. Такая адаптация делает её особенно актуальной для применения в условиях
ограниченных вычислительных ресурсов, включая мобильные и встроенные системы.

Рассмотренные выше архитектуры сверточных нейронных сетей (CNN) реализуют прин-
ципиально различные стратегии обработки данных: AlexNet ориентирована на простоту и
вычислительную эффективность, в то время как MobileNetV2 демонстрирует глубинную из-
бирательность признаков и сжатие параметров за счёт инвертированных остаточных блоков и
depthwise-сверток. Выбор архитектуры должен определяться спецификой исследовательской
задачи, ограничениями вычислительных ресурсов и требованиями к обобщающей способности
модели.

Современные подходы в области глубокой нейронной обработки частотных последователь-
ностей акцентируют внимание на гибридных архитектурах, объединяющих рекуррентные ней-
ронные сети (в частности, LSTM) с механизмами внимания (attention). Одним из таких на-
правлений являются Transformer-LSTM гибриды, в которых LSTM реализует локальное ча-
стотное моделирование, а трансформер (Transformer) захватывает глобальные зависимости
посредством self-attention. Подобный принцип заложен, например, в модели, предложенной в
работе [34].

Другим классом решений являются модели LSTM с механизмом внимания, в которых
attention накладывается поверх скрытых состояний LSTM, позволяя эффективно выявлять
наиболее значимые частотные шаги последовательности [35]. Эти гибридные архитектуры
успешно применяются в задачах распознавания биосигналов и естественного языка [36].

Подобная интеграция двух подходов позволяет одновременно достичь следующих эффек-
тов:

1. Сохранить способность LSTM к выявлению локальных частотных паттернов;
2. Интегрировать глобальный контекст с помощью многошагового внимания (multi-head

attention), типичного для трансформерных архитектур.
Далее предлагается к рассмотрению формализованное математическое представление ар-

хитектуры гибридной модели Transformer–LSTM, объединяющей возможности длинной крат-
косрочной памяти (LSTM) и механизмов самовнимания (self-attention), предназначенной для
обработки коротких частотных рядов с множеством признаков, таких как спектрограммы
ЭЭГ-сигналов [37]:

1. Входной слой.
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На вход модели поступает тензор X(0) ∈ RE×T×D, где:
– E = 16 – размер пакеты данных (количество примеров),
– T = 4 – количество каналов (отведений),
– D = 96 – число признаков на каждый частотный шаг.
2. Слой LSTM.
Обработка последовательности осуществляется с помощью слоя LSTM, порождающего скры-

тые состояния ht ∈ RE×4×768 и состояние ячеек ct. Вычисления слоя уравнениями:

ft = σ(Wf × [ht−1, xt] + bf ),

it = σ(Wi × [ht−1, xt] + bi),

C̃t = tanh(WC × [ht−1, xt] + bC),

Ct = tanh(ft ⊙ ct−1 + it ⊙ C̃t),

ot = σ(W0 × [ht−1, xt] + b0),

ht = ot tanh(Ct),

где σ – сигмоидная функция активации, ⊙ – поэлементное произведение, {Wf ,Wi,WC ,Wo} ∈
R768×(96+768) – обучаемые весовые матрицы, {bf , bi, bC , b0} ∈ R768 – смещения. Начальные со-
стояния заданы нулями: h0 = 01×16×768, c0 = 01×16×768.

3. Механизм много “головного” внимания (Multihead Attention).
Скрытые состояния ht поступают в блок внимания, реализующий стандартную схему self-

attention:

Attention(Q,K, V ) = softmax

(
QKT

√
dk

)
V, Q = K = V = ht, dk = 768.

Результатом является тензор X(1) ∈ RE×T×768, соответствующий выходу одной “головы”
внимания.

4. Классификатор.
Для агрегации признаков по каналам применяется глобальное усреднение:

X(2) =
1

4

4∑
t=1

X
(1)
:,t,: ∈ RE×768.

Затем следует последовательность линейных преобразований с регуляризацией и актива-
цией ReLU:

X(3) = Dropout(X(2), p = 0.3),

X(4) = ReLU(W1X
(3) + b1), W1 ∈ R768×768,

X(5) = Dropout(X(4), p = 0.3),

X(6) = ReLU(W2X
(5) + b2), W2 ∈ R768×128,

X(7) = ReLU(W3X
(6) + b3), W3 ∈ R128×32,

X(8) = Dropout(X(7), p = 0.3),

Y = W4X
(8) + b4, W4 ∈ R32×4,
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где финальный выход: Y ∈ RE×4 – итоговый вектор предсказания по четырём классам.
Аналогично модифицированным архитектурам AlexNet и MobileNetV2, рассмотренная мо-

дель на основе гибридного подхода LSTM–Transformer состоит из двух основных компонент:
рекуррентного модуля с механизмом внимания поверх скрытых состояний и каскадного клас-
сификатора (см. рис. 5).

Рис. 5. Полносвязная нейронная сеть с блоком LSTM для распознавания сенсомоторных ритмов ЭЭГ.

LSTM-блок с размерностью входного пространства D = 96 и скрытого состояния H = 768
реализован в однонаправленном режиме и предназначен для извлечения пространственно-
частотных закономерностей из входных векторов признаков. Обработка многоканальных дан-
ных осуществляется с сохранением их внутренней частотной структуры, что критически важ-
но для анализа биоэлектрической активности, в частности ЭЭГ.

Блок классификации реализован в виде последовательного каскада полносвязных слоев,
осуществляющих нелинейное сжатие размерности признаков по схеме: 768 → 128 → 32 → 4.
Каждый из слоёв сопровождается функцией активации ReLU, обеспечивающей моделирование
сложных нелинейных зависимостей, а также механизмом регуляризации Dropout с вероятно-
стью исключения p = 0.3, что служит для повышения обобщающей способности модели в
условиях ограниченного объема обучающей выборки.

Среди ключевых отличий данной архитектуры от классических решений можно выделить
следующие:

1. Используется одна “голова” внимания: применяется модифицированная версия механиз-
ма self-attention без явной реализации “multi-head attention”. Несмотря на использование встро-
енной функции MultiheadAttention с embedding-размерностью 768, параметр num_heads не
указывается, что предполагает использование одного канала внимания.

2. Глубокий классификатор: вместо стандартного однослойного классификационного блока
реализована глубокая структура из четырёх последовательно связанных полносвязных сло-
ёв, обеспечивающая иерархическую трансформацию признаков и повышающая способность
модели к обобщению.

Такой подход свидетельствует, что данная архитектура занимает промежуточное поло-
жение между вычислительно сложными гибридными системами и легковесными attention-
ориентированными решениями. Подобный подход позволяет добиться компромисса между
точностью классификации и вычислительной эффективностью, что особенно актуально при
работе с ограниченными вычислительными ресурсами или встраиваемыми системами анализа
ЭЭГ-сигналов.

С целью расширения функциональности гибридной LSTM–Transformer-архитектуры в нее
был интегрирован сверточный слой, позволяющий учитывать локальные особенности входных
частотных рядов до передачи их в LSTM-блок. Формально, операция одномерной свертки для
каждого фильтра c ∈ {1, . . . , Cout}, позиции i ∈ {0, . . . , L − 1}, и элемента пакета данных
e ∈ {1, . . . , E} описывается выражением:

X ′
We,c,i

= bc +
K−1∑
k=0

Cin∑
cin=0

Wc,cin,k
×Xe,cin,i+k−p, p = 1,
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где Xe,cin,i+k−p = 0 при выходе за границы: i+ k − p < 0 или i+ k − p ≥ L..
Данная операция выступает в роли адаптивного фильтра, эффективно подавляя высо-

кочастотные шумы за счёт усреднения локальных частотных окон. Тем самым формирует-
ся иерархическое представление данных: от локальных признаков, извлекаемых сверточным
слоем (CNN), к среднеуровневым частотным зависимостям, моделируемым рекуррентным
блоком (LSTM), и далее – к глобальному контексту, захватываемому attention-механизмом
(Transformer).

На основе изложенных принципов были синтезированы четыре варианта нейросетевых ар-
хитектур, реализующих различные подходы к классификации команд на основе спектральных
признаков сенсомоторных ритмов ЭЭГ:

1. Модифицированная архитектура AlexNet;
2. Упрощённая конфигурация MobileNetV2;
3. Гибридная модель LSTM–Transformer;
4. Комбинированная модель 1D-CNN + LSTM–Transformer.
Оценка производительности указанных моделей осуществлялась на основе функции потерь

кросс-энтропии, определённой для выходного распределения Y ∈ RE×4 и меток классов L ∈
NK :

L =
1

K

K∑
i=1

log

(
exp(Yi,Li)∑4
j=1 exp(Yi,j)

)
.

Обновление параметров модели θ = {W∗∗, b∗∗} осуществлялось по правилу стохастического
градиентного спуска:

θt+1 = θt − η ×∇θL, η = 3× 10−4,

где градиенты ∇θL вычислялись методом обратного распространения ошибки с применением
механизма обрезки градиентов (gradient clipping) для стабилизации обучения.

5. ОЦЕНКА КАЧЕСТВА КЛАССИФИКАЦИИ НА ОСНОВЕ ГЛУБОКОГО ОБУЧЕНИЯ

Для проведения эксперимента по классификации на основе сенсомоторных ЭЭГ был реа-
лизован программный алгоритм обработки данных на языке Python с использованием фрейм-
ворка PyTorch. Программа включает этапы загрузки сырых данных, их предобработки цифро-
выми фильтрами Баттерворта, преобразования сигналов в частотную область (FFT), а также
обучения нейросетевой модели с CUDA-ускорением. Архитектура данного алгоритма охва-
тывает формирование набора данных, нормализацию данных, сегментацию на обучающую и
тестовую выборки, настройку гиперпараметров модели (batch size=16, learning rate=3e-4) и
цикл обучения длительностью 200–400 эпох. Для обеспечения воспроизводимости эксперимен-
та зафиксировано начальное значение генератора случайных чисел (SEED=1), а вычисления
оптимизированы под GPU благодаря интеграции с PyTorch.

Этапы обработки входных данных, машинного обучения и тестирования программы пред-
ставлены на рисунке 6 в виде диаграммы последовательности для наглядного представления.

В ходе экспериментов по обучению нейросетевых моделей было установлено, что для до-
стижения устойчивой сходимости архитектуре AlexNet потребовалось порядка 600 эпох, в то
время как для остальных – до 400 эпох (см. рис. 7). Несмотря на то, что выбранные эпохи
обеспечивают сходимость при обучении на сложных спектральных паттернах, анализ графи-
ков обучения показывает, что столь продолжительное обучение приводит к избыточности и
несущественному приросту качества модели.
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Рис. 6. Последовательность этапов для распознавания команд на основе частотной модуляции ЭЭГ
сенсомоторных ритмов.

В большинстве случаев, в зависимости от сложности архитектуры и конфигурации гипер-
параметров, оптимальное число эпох находилось в диапазоне от 300 до 600, обеспечивая баланс
между точностью классификации и устойчивостью к переобучению.

Рис. 7. Графики ошибок глубокого машинного обучения для моделей адаптированных нейронных сетей:
a) AlexNet; b) MobileNet; c) LSTM-Transformer; d) 1D-CNN+LSTM-Transformer.

Для оценки обобщающей способности моделей использовалась независимая тестовая выбор-
ка, включающая 902 образца, не участвовавших в процессе обучения. Разделение данных было
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выполнено по принципу кросс-валидации с соотношением 70:30, где 30% составили тестовые
данные.

Для гарантии отсутствия “протечек” данных применен GroupShuffleSplit из библиотеки
scikit-learn, которая реализует строгое групповое разделение. Алгоритм гарантирует, что все
примеры из одной сессии (группы) попадают только в одну выборку (train или test), исключая
их смешивание. Это обеспечивается на уровне разделения данных до создания DataLoader, а
встроенные проверки scikit-learn контролируют:

– полное непересечение групп между выборками;
– сохранение распределения меток;
– корректность частотного разделения для последовательностей;
– использование стандартизированных методов из проверенной библиотеки исключает руч-

ные ошибки и обеспечивает воспроизводимость результата.
Для оценки эффективности классификаторов проведены эксперименты с использованием

10-кратной групповой кросс-валидации. Результаты представлены в виде средних значений
F1-оценки для четырех моделей.

Итоговые результаты классификации представлены в таблице 1 в виде стандартных мет-
рик эффективности (точность, полнота, F-мера и пр.) как для обучающей, так и для тестовой
выборки, что позволяет оценить устойчивость моделей к переобучению и качество их генерали-
зации. Следует отметить, что представленный подход ранее не был отражен в существующих
работах исследуемой области.

Таблица 1. Результаты машинной классификации по метрикам Accuracy и F1-score
Архитектура Accuracy Accuracy F1-score F1-score

нейронной сети (%)Test data (%)Train data Test data Train data
Адаптированный AlexNet 73.6 93.4 0.7368 0.9348

Адаптированный MobileNetV2 64.98 94.33 0.6505 0.9436
LSTM (LSTM-Transformer) 75.66 98.39 0.7334 0.9840

CNN + LSTM (1D-CNN + LSTM–Transformer) 72.57 95.46 0.7194 0.9540

Рис. 8. Усредненные (по испытуемым) нормализованные спектры мощности в диапазоне 8–20 Гц для
классов моторных команд.

Результаты машинной классификации демонстрируют сопоставимые значения точности
распознавания для модифицированных архитектур AlexNet, LSTM-Transformer и 1D-CNN+LSTM-
Transformer. При аналогичных условиях обучения модифицированная сеть MobileNetV2 по-
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казала на 10% более низкую итоговую точность по сравнению с другими моделями, однако
отличалась повышенной скоростью сходимости.

Сравнение усреднённых нормализованных спектров по классам (см. рис. 8) не выявило ста-
тистически значимого сдвига доминирующей частоты: межклассовые различия не превышают
одного частотного бина 0.5 Гц (максимальная разница 0.4 Гц), минимальное скорректирован-
ное значение p = 0.27. Это указывает, что модель опирается не на единичный жёсткий пик, а
на более комплексный спектральный паттерн – относительные перераспределения мощности
между соседними биннами и каналами.

Рис. 9. Оценки F1-score адаптированной сети AlexNet для тренировочных и валидационных данных.

Анализ графиков обучения (см. рис. 9–12) указывает на наличие нестабильной динамики.
Начальные значения функции потерь (loss) были высокими, что является ожидаемым явлени-
ем на ранних этапах обучения. В дальнейшем наблюдается значительное снижение значения
функции потерь, однако с периодическими колебаниями, что, вероятно, обусловлено завышен-
ным коэффициентом обучения (learning rate) и присутствием шумов в исходных данных.

Рис. 10. Оценки F1-score адаптированной сети MobileNet 2 для тренировочных и валидационных данных.

Средняя точность классификации на тестовой выборке по всем моделям составила 71.7%,
что свидетельствует о среднем уровне обобщающей способности. При этом метрика F1-score
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указывает на удовлетворительное качество бинарной классификации, несмотря на наличие
признаков переобучения. Такие результаты подтверждают способность рассмотренных моде-
лей к обучению и последующей классификации команд по ЭЭГ на основе частотно-модулиро-
ванных признаков.

Рис. 11. Оценки F1-score сети LSTM–Transformer для тренировочных и валидационных данных.

Рис. 12. Динамика метрики F1-score для архитектуры 1D-CNN + LSTM–Transformer на тренировочной
и валидационной выборках.

В ходе обучения нейронных сетей наблюдается положительная динамика как тренировоч-
ных, так и валидационных метрик, однако процесс сопровождается рядом типичных проблем,
связанных с переобучением и нестабильностью. В начальной фазе (первые 20–30 эпох) зна-
чения F1-score на тренировочной и валидационной выборках растут синхронно, начиная с
низких значений (∼ 0.16–0.17), что указывает на эффективное освоение базовых закономерно-
стей данных. Однако уже на этом этапе начинает формироваться разрыв между метриками:
к 50-й эпохе он достигает 10–15%, а к финальным эпохам составляет порядка 12%, что свиде-
тельствует о начале переобучения модели – сети начинают “запоминать” обучающую выборку
вместо того, чтобы извлекать обобщённые закономерности.

Особое внимание заслуживает нестабильность валидационной метрики. Так, в интервале
между 150-й и 160-й эпохами зафиксировано резкое падение F1-score на валидации с 0.66 до
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0.60, после чего происходит восстановление, что указывает на чувствительность модели к ко-
лебаниям в данных и, вероятно, на высокую вариативность пакетов данных. Значительный
прогресс в качестве валидации достигается в основном в первые 50–70 эпох: они обеспечи-
вают основной прирост метрик. Последующие фазы обучения (от 70-й до 150-й эпохи) лишь
незначительно улучшают показатели, а начиная примерно с 150-й эпохи наблюдается фазо-
вая деградация, при которой тренировочные метрики продолжают расти, а валидационные –
демонстрируют колебания и склонность к снижению.

Максимальное значение F1-score на валидации (0.66) достигается в середине обучения, но
не улучшается в дальнейшем, несмотря на рост тренировочного F1-score до 0.73. Подобное рас-
хождение между обучающей и валидационной метриками указывает на ограниченные обоб-
щающие способности модели. Тем не менее, наличие стабильного положительного тренда в
начале обучения свидетельствует о потенциале архитектуры. Для повышения устойчивости и
обобщающей способности модели необходимо внедрение дополнительных методов регуляри-
зации, таких как увеличение объема обучающей выборки, изменение стратегии Dropout или
внедрение механизмов ранней остановки.

6. ЗАКЛЮЧЕНИЕ

Адаптация нейросетей в контексте данной работы понимается как согласование архитек-
туры, представления данных и процедур обучения со спецификой частотно-модулированных
паттернов сенсомоторных ритмов ЭЭГ и их высокой межсубъектной вариабельностью. Это ре-
ализовано через модификацию классических моделей под узкоформатные входы спектрограмм
и требования устойчивости к шумам, что отражено в адаптации AlexNet и MobileNetV2 под
поставленную задачу. Лёгкая конфигурация MobileNetV2 переосмыслена для обработки ча-
стотных рядов ограниченной размерности, что снижает вычислительную сложность и делает
ее пригодной для мобильных и встроенных сценариев внедрения. Гибрид LSTM–Transformer
объединяет локальное частотное моделирование и глобальное самовнимание, что позволило
получить наивысшие показатели на тестовой выборке среди сравниваемых моделей. Важной
составляющей адаптации стало и топографическое согласование входов: групповая обработка
фронтальных отведений F3/F4/F7/F8 и внимание, динамически перераспределяющее вклад
фронтальных и центральных паттернов, повышают чувствительность к релевантным призна-
кам. Дополнительно устойчивость к нестационарности была обеспечена выбором частотно-
временного представления и строгими протоколами валидации (включая групповое разделе-
ние), что подтвердило способность моделей к обобщению. С практической точки зрения адап-
тация должна продолжаться и после первоначального обучения: персонализация по пользо-
вателю (fine-tuning/transfer) и межсессионная доменная адаптация представляются необходи-
мыми для компенсации дрейфа ритмов и условий регистрации.

Перспективным направлением видится совмещение гибридных моделей с легкими сверточ-
ными конфигурациями через дистилляцию знаний, чтобы сохранять адаптивные свойства при
ограниченных ресурсах вычислительных платформ. Дальнейшая работа ориентирована на по-
вышение обобщающей способности моделей (регуляризация, более строгие протоколы валида-
ции и независимые сценарии переноса между сессиями и субъектами), расширение выборки,
включение дополнительных отведений и явное моделирование топографии (в том числе гра-
фовыми и пространственно-внимательными методами), а также интеграцию многомодальных
сигналов для построения более надежных и интерпретируемых интерфейсов мозг–компьютер.

В целом результаты показывают, что именно многоуровневая адаптация – архитектурная,
топографическая и процедурная – является ключевым условием для надёжного распознавания
ментальных команд по частотной модуляции сенсомоторных ритмов и практического перехода
к по-настоящему адаптивным интерфейсам мозг–компьютер.
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Adapting Artificial Neural Network Architectures for Deep Recognition of
Commands Using Frequency Modulation of Sensorimotor EEG Rhythms

D. A. Wolf, Y. A. Turovsky, S. B. Galina, R. R. Galin

This paper presents a comprehensive approach to the recognition of mental commands based on the
analysis of frequency modulation in sensorimotor rhythms of electroencephalographic (EEG) signals using
modern deep learning architectures. The focus is placed on the adaptation and comparative analysis of
models such as modified AlexNet and simple configuration MobileNetV2, and hybrid LSTM–Transformer
networks, which demonstrate strong capabilities in capturing temporal and spectral patterns. A specialized
dataset was created based on EEG recordings from 30 volunteers, followed by preprocessing, filtering, and
normalization procedures. A key feature of the approach is the use of spectrograms with high temporal
and frequency resolution, allowing for the effective detection of frequency-modulated patterns associated
with imagined motor actions. The proposed neural network modifications are designed to increase noise
resilience and adapt to individual EEG signal characteristics. The best results were achieved with the hybrid
LSTM–Transformer model, which demonstrated high classification accuracy on the test dataset and stable
validation metrics. These findings highlight the potential of deep neural networks for the implementation of
brain–computer interface (BCI) systems, especially in applications requiring sensitivity to subtle changes in
frequency characteristics of biosignals. The presented work may serve as a foundation for developing adaptive
BCIs in rehabilitation and assistive technologies.

KEYWORDS: EEG, sensorimotor rhythms, frequency modulation, AlexNet, MobileNetV2,
LSTM, Transformer, brain–computer interface, deep learning
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