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Аннотация—Регистрация облаков точек — это задача выравнивания двух или более
различных облаков точек путем оценки относительного геометрического преобразования
между ними. Это хорошо известная проблема, играющая важную роль во многих при-
ложениях, таких как SLAM, 3D-реконструкция, картографирование, позиционирование
и локализация. В данной статье мы предлагаем метод прореживания облаков точек на
основе нейросетевого алгоритма. Применение автокодировщика к задаче выравнивания
двух облаков точек позволяет определить набор точек, которые можно удалить из обоих
облаков без существенного снижения точности регистрации. Эта проблема актуальна, по-
скольку размерность облаков существенно влияет на скорость алгоритмов регистрации.
Для иллюстрации эффективности предложенного метода представлены результаты ком-
пьютерного моделирования.
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ВВЕДЕНИЕ

Проблема регистрации двух облаков точек является одной из основных задач распознава-
ния трехмерных объектов. Подобные задачи часто возникают в системах распознавания лиц и
биометрических приложениях, в системах обнаружения и обслуживания летательных аппара-
тов, в локализации объектов в заданной области [1]– [5]. Методы, основанные на искусственном
интеллекте, в том числе методы с использованием глубоких нейронных сетей, играют все более
важную роль в решении современных задач распознавания изображений. Одним из наиболее
эффективных инструментов нейронных сетей для обработки изображений являются сверточ-
ные нейронные сети (CNN) и их модификации. CNN позволяют учитывать взаимосвязь между
пикселями изображения при извлечении из него признаков.

Однако эта архитектура сталкивается с трудностями при работе с облаками точек. Обла-
ка точек представляют собой набор трехмерных координат, описывающих геометрию объек-
тов или сцен. В отличие от изображений, где данные представлены в виде регулярной сет-
ки, облака точек являются неупорядоченными, нерегулярными и могут содержать различное
количество элементов. Это создает значительные трудности при применении классических
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моделей сверточных нейронных сетей, которые изначально были разработаны для работы с
трехмерными регулярными данными (например, воксельными сетками). CNN эффективны
благодаря локальным рецептивным полям, ядрам весов и параметрической совместимости с
пространственно-временными данными. Однако их работа предполагает фиксированную топо-
логию входных данных, такую как двумерная пиксельная сетка. Облако точек не имеет такой
структуры: точки расположены случайным образом, порядок не важен и нет очевидной связи
между соседними элементами. Это приводит к следующим проблемам: не инвариантность к пе-
рестановке точек, то есть изменение порядка точек должно давать то же самое выходное пред-
ставление; отсутствие естественного локального окружения: невозможно определить соседние
точки без дополнительной обработки; переменное количество точек, то есть реальные сцены
могут содержать различное количество точек, что затрудняет использование фиксированных
архитектур. По этим причинам для успешного применения сверточных нейронных сетей к
облакам точек необходимо либо преобразовать исходные данные в формат, подходящий для
сверток, либо адаптировать сами сверточные операции для работы с неструктурированными
данными. На сегодняшний день существует три основных подхода к обработке облаков точек
с использованием сверточных архитектур: проекция на 2D-изображения (подход, основанный
на ракурсах); вокселизация (воксельный подход); прямая обработка точек (точечный подход).
Точечные подходы представляют собой наиболее простой способ обработки облаков точек,
поскольку они работают непосредственно с исходными данными, не преобразуя их предвари-
тельно в регулярную структуру. Наиболее известные архитектуры в этой области — PointNet,
PointNet++ [6] и Dynamic Graph CNN (DGCNN) [7]. После анализа вышеупомянутых подхо-
дов авторы предложили оригинальный метод обработки облаков точек. Этот метод сочетает
в себе как традиционные алгоритмы, так и алгоритмы нейронных сетей, включая использова-
ние автокодировщика для разбавления облаков точек. Широко используемый традиционный
подход к решению задачи регистрации— алгоритм итеративного поиска ближайших точек
(ICP) [8]– [19], который чередует оценку соответствий точек и применение жестких преобразо-
ваний. Несмотря на свою популярность, ICP чувствителен к начальному позиционированию и
часто попадает в локальные минимумы. В последние годы развитие глубокого обучения зна-
чительно повлияло на компьютерное зрение, позволив разработать более быстрые и надежные
методы регистрации облаков точек, чем классические подходы. Несколько методов, основан-
ных на глубоком обучении, такие как Deep Closest Point (DCP) [7], PRNet [20], RPMNet [21],
IDAM [22] и L3-Net [23] используют нейронные сети для изучения многомерных дескрипто-
ров для установления соответствий. Например, нейронная сеть DCP использует DGCNN [7]
для извлечения локальных признаков из облаков точек и выполняет регистрацию с помощью
мягкого сопоставления и оптимизации методом наименьших квадратов, предполагая взаимно
однозначное соответствие между двумя наборами. PRNet основывается на DCP, вводя меха-
низм обнаружения ключевых точек для обработки частичной регистрации. RPMNet включает
стратегию отжига для генерации мягких соответствий с использованием как пространствен-
ных координат, так и локальных геометрических признаков. Авторы представляемой статьи
ранее также описывали нейросетевые алгоритмы для сопоставления облаков точек на основе
алгоритмов DCP и ICP [24]– [26]. В данной статье мы предлагаем архитектуру нейронной сети
для уменьшения количества точек в облаках с сохранением высокого качества регистрации.
Кодировщик уменьшает количество точек с помощью сверточных слоев. В начале каждо-
го сверточного слоя мы вычисляем k-окрестность каждой точки в облаке. На первом этапе
k-окрестности вычисляются в трехмерном пространстве, на втором этапе – в 64-мерном про-
странстве и т. д. Такой подход к динамическому вычислению окрестностей был представлен
в архитектуре нейронной сети DGCNN [7]. Кроме того, предложенный алгоритм нейронной
сети использует элементы сети PointNet++ [6]. Сеть была обучена на части Columbia Park
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- Train из набора данных San-Francisco Apollo-South Bay [27]. Компьютерное моделирование
иллюстрирует эффективность предложенного алгоритма.

Статья организована следующим образом. В разделе 1 приведена формулировка задачи и
описаны алгоритмы ее решения. В разделе 2 представлены результаты компьютерного моде-
лирования. Раздел 3 содержит заключение.

1. АРХИТЕКТУРА НЕЙРОННОЙ СЕТИ

В данной работе мы предлагаем простую архитектуру нейронной сети для прореживания
облака точек. Обозначим облако точек P = {p1, . . . , pst} , pi ∈ R3, i = 1, . . . , st. Цель пред-
лагаемогонейросетевого алгоритма — уменьшить количество точек в облаке точек с st до
fn, st > fn, сохраняя геометрическую форму облака точек P . Здесь мы предполагаем, что
st = 16384, fn = 1024. Предлагаемая архитектура CNN использует кодировщик для умень-
шения разрешения облака точек P и декодер для увеличения разрешения. Мы используем
следующие обозначения. Тензор обозначается как

Ti (B, ch, ht, wd) ,

где i — номер тензора, B — размер пакета, ch — количество каналов, ht — количество строк
матрицы, wd — количество столбцов матрицы. Операция над тензором обозначается как

→ (ch,ks,(st_ht,st_wd),pd)
c2D →

где c2D — двумерная свертка, ch — количество выходных каналов, ks — размер ядра, st_ht —
значение вертикального шага, st_wd — значение горизонтального шага, pd —значение отступа.
Другие операции над тензорами обозначаются аналогичным образом. Исходный тензор T1

можно записать как T1 (B, 16384, 3) , поскольку облако содержит 16384 трехмерные точки.
Первый сверточный слой записывается следующим образом:

T1 (B, 16384, 3) → (32)
query_neigh → T2 (B, 16384, 32, 3) → (0,3,2,1)

permute → T3 (B, 3, 32, 16384) →
→ (64,7,(1,2),3)

c2D → T4 (B, 64, 32, 8192) → ReLu → T5 (B, 64, 32, 8192) →
→ (2)

mean → T6 (B, 64, 1, 8192) → squeeze → T7 (B, 64, 8192) ,

где → (32)
query_neigh → — означает вычисление для каждой точки облака P 32-ух ближайших

точек в R3, a → (2)
mean → — означает вычисление среднего значения относительно размер-

ности тензора с индексом 2.
Второй сверточный слой записывается следующим образом:

→ (2,1)
transpose → T8 (B, 8192, 64) → (32)

query_neigh → T9 (B, 8192, 32, 64) →

→ (0,3,2,1)
permute → T10 (B, 64, 32, 8192) → (128,5,(1,2),2)

c2D → T11 (B, 128, 32, 4096) →

→ ReLu → T12 (B, 128, 32, 4096) → (2)
mean → T13 (B, 128, 1, 4096) →

→ squeeze → T14 (B, 128, 4096) .

Отметим, что мы пересчитываем окрестность каждой точки в начале второго слоя в R64 .
Таким образом, мы используем динамические окрестности, первоначально предложенные в
сети DGCNN.
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Третий сверточный слой записывается следующим образом:

→ (2,1)
transpose → T15 (B, 4096, 128) → (32)

query_neigh → T16 (B, 4096, 32, 128) →

→ (0,3,2,1)
permute → T17 (B, 128, 32, 4096) →

→ (64,3,(1,2),1)
c2D → T18 (B, 64, 32, 2048) → ReLu → T19 (B, 64, 32, 2048) → (2)

mean →
→ T20 (B, 64, 1, 2048) → squeeze → T21 (B, 64, 2048) .

Четвертый сверточный слой записывается следующим образом:

→ (2,1)
transpose → T22 (B, 2048, 64) → (32)

query_neigh → T23 (B, 2048, 32, 64) →

→ (0,3,2,1)
permute → T24 (B, 64, 32, 2048) →

→ (3,1,(1,2),0)
c2D → T25 (B, 3, 32, 1024) → ReLu → T26 (B, 3, 32, 1024) → (2)

mean →
→ T27 (B, 3, 1, 1024) → squeeze → T28 (B, 3, 1024) .

Полносвязный слой является последним элементом кодировщика:

→ (1)
max → T29 (B, 1, 1024) → squeeze → T30 (B, 1024) → ( 1024, 16384)

fc → T31 (B, 16384) →

→ ReLu → T32 (B, 16384) → (1024)
topk → T33 (B, 1024) → (T1,1024)

index points → T34 (B, 3, 1024) ,

где ( 1024, 16384)
fc → — полносвязный слой с 1024 входными и 16384 выходными нейронами,

→ (1024)
topk → — выбор 1024 наибольших значений из 16384, → (T1,1024)

index points → — вычисле-
ние индексов точек в тензоре T34 , соответствующих 1024 наибольшим значениям. Тензор T34

является выходом кодировщика, т.е. на выходе получается облако, содержащее 1024 точки в
R3. Декодер содержит три параллельных полносвязных слоя:

→ (T34)
[:,0,:] → T35 (B, 1024) → ( 1024, 16384)

fc → T36 (B, 16384) → ( 1)
unsqeeze → T37 (B, 1, 16384) ,

→ (T34)
[:,1,:] → T38 (B, 1024) → ( 1024, 16384)

fc → T39 (B, 16384) → ( 1)
unsqeeze → T40 (B, 1, 16384) ,

→ (T34)
[:,2,:] → T41 (B, 1024) → ( 1024, 16384)

fc → T42 (B, 16384) → ( 1)
unsqeeze → T43 (B, 1, 16384) ,

→ ((T37,T40,T43),1)
cat → T44 (B, 3, 16384) ,

где → (T34)
[:,0,:] → — выбор подтензора T35 (B, 1024) с индексом 0 в тензоре T34 (B, 3, 1024)

относительно размерности с индексом 1, → ((T37,T40,T43),1)
cat → представляет собой конкатенацию

трех тензоров в один относительно размерности с индексом 1. Выход декодера — облако Q,
содержащее 16384 точки в R3 . Для каждой точки pi облака P мы находим ближайшую точку
qi в Q . Функция потерь задана следуюшим образом:

f (P,Q) =
st∑
i=1

∥ pi − qi ∥2L2
. (1)

Выход кодировщика обученной сети — результат уменьшения разрешения облака точек. Ко-
личество обучаемых весов результирующей сети составляет 67 613 827.

Таким образом, кодировщик уменьшает количество точек в облаке со 16384 до 1024, декодер
восстанавливает количество точек 16384 и восстановленное облако сравнивается с исходным.
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Результатом работы обученной сети является выход кодировщика. Начальное значение коли-
чества точек в облаке, равное 16384, выбрано из соображений временных затрат на обучение
сети.

Алгоритм Adam с параметром скорости обучения 0,005. Размер пакета B = 2. Нейронная
сеть была обучена на основе облаков точек из сегмента Colambia Park-Train набора данных
San Francisco Apollo-South Bay [27]. Сегмент Colambia Park-Train содержит 20801 облако точек.
Обучение сети проводилось в течение 10 эпох. Тестирование проводилось на отдельных облаках
точек из сегмента BaylandsToSeafood-Test содержащем всего 7528 облаков точек.

2. КОМПЬЮТЕРНОЕ МОДЕЛИРОВАНИЕ

Для компьютерного моделирования мы используем сегмент BaylandsToSeafood-Test из на-
бора данных San Francisco Apollo-South Bay [27]. Облако точек в этом наборе данных содержит
примерно 100 000 точек, которые мы уменьшаем примерно до 16 384 точек с помощью рав-
номерного понижения разрешения. Здесь мы сравниваем три алгоритма. Первый — это пред-
ложенный алгоритм (CNN), второй — случайный алгоритм понижения разрешения (Random
Sampling), а третий — равномерный алгоритм понижения разрешения (Uniform Sampling). В
качестве статистических характеристик алгоритмов мы используем центры масс и ковариаци-
онные матрицы облаков точек. Параметры средней ошибки для трех алгоритмов вычисляются
следующим образом. Обозначим через mp и mq выражения:

mp =
1

st

st∑
i=1

pi, (2)

mq =
1

fn

fn∑
i=1

qi, (3)

Mean error =∥ mp −mq∥L1 . (4)

Пусть Q
′ и Q

′ — центроиды облаков P и Q соответственно:

p
′
i = pi −mp, (5)

q
′
i = qi −mq. (6)

Также пусть P′ и Q′ — матрицы

P′ =

p
′
11 . . . p

′
st1

p
′
12 . . . p

′
st2

p
′
13 . . . p

′
st3

 , Q′ =

q
′
11 . . . q

′
fn1

q
′
12 . . . q

′
fn2

q
′
13 . . . q

′
fn3

 . (7)

Ковариационные матрицы Σp и Σq облаков точек P и Q имеют вид

Σp = P′ (P′)⊤, Σq = Q′ (Q′)⊤. (8)

Мы вычисляем параметры Covariance error трех алгоритмов следующим образом:

Covariance error =∥ Σp − Σq∥L1 (9)
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Также для сравнения трех алгоритмов используются метрики Chamfer distance и Earth
mover’s distance. Метрика Chamfer distance определяется выражением:

Chamfer distance = CD (P,Q) + CD(Q,P ), (10)

где CD (P,Q) = 1
|P |

∑
p∈P

MIN
q∈Q

∥p− q∥2L2
, |P | — количество точек в P . Метрика Earth mover’s

distance вычисляется с помощью программной библиотеки Python Optimal Transport».

2.1. BaylandsToSeafood-Test, облако точек #1000

На рис. 1(a) показано исходное облако точек P , на рис. 1(б) показано облако точек Q, по-
лученное с помощью алгоритма CNN, на рис. 1(в) показано облако точек Q, полученное с
помощью алгоритма “Случайной выборки”, на рис. 1(г) показано облако точек Q, получен-
ное с помощью алгоритма “Равномерной выборки”. В таблице 1 представлены значения Mean

(а) (б)

(в) (г)

Рис. 1. (a) — Облако точек P , (б) — Облако точек Q, полученное с помощью алгоритма CNN, (в) — Об-
лако точек Q, полученное с помощью алгоритма “Случайная выборка”, (г) — Облако точек Q, полученное
с помощью алгоритма “Равномерная выборка”

.

error, Covariance error, Chamfer distance и Earth mover’s distance. для трех рассматриваемых
алгоритмов.

Таблица 1. Точность алгоритмов CNN, случайной выборки и равномерной выборки.

Mean error Covariance error Chamfer distance Earth mover’s distance
CNN 1.280491 0.012592 1.455272 3.206990

RandomSampling 1.653240 0.013109 1.609291 3.441374
UniformSampling 7.944511 0.028479 1.230263 20.596592
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2.2. BaylandsToSeafood-Test, облако точек #250

На рис.2(a) показано исходное облако точек P , на рис. 2(б) показано облако точек Q, по-
лученное с помощью алгоритма CNN, на рис.2(в) показано облако точек Q, полученное с
помощью алгоритма “Cлучайной выборки”, на рис 2 (г) показано облако точек Q, получен-
ное с помощью алгоритма “Равномерной выборки”. В таблице 2 представлены значения Mean

(а) (б)

(в) (г)

Рис. 2. (a) — Облако точек P , (б) — Облако точек Q, полученное с помощью алгоритма CNN, (в) — Об-
лако точек Q, полученное с помощью алгоритма “Случайная выборка”, (г) — Облако точек Q, полученное
с помощью алгоритма “Равномерная выборка” .

error, Covariance error, Chamfer distance и Earth mover’s distance для трех рассматриваемых
алгоритмов.

Таблица 2. Точность алгоритмов CNN, случайной выборки и равномерной выборки.

Mean error Covariance error Chamfer distance Earth mover’s distance
CNN 1.280491 0.012592 1.455272 3.206990

RandomSampling 1.653240 0.013109 1.609291 3.441374
UniformSampling 7.944511 0.028479 1.230263 20.596592

2.3. BaylandsToSeafood-Test, облака точек #1, #2, . . . , #15

Для последовательности из 15 облаков точек применяются три рассматриваемых алгоритма
понижения разрешения. При фиксации облака из последовательности получаются три про-
реженных облака. Для каждого из них вычисляются значения Mean error, Covariance error,
Chamfer distance и Earth mover’s distance. Полученные значения усредняются для 15 облаков
точек.

В таблице3 представлены усредненные значения Mean error, Covariance error, Chamfer distance
и Earth mover’s distance. для трех рассматриваемых алгоритмов.
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Таблица 3. Усредненная точность алгоритмов CNN, случайной выборки и равномерной
выборки.

Таблица 3. Точность алгоритмов CNN, случайной выборки и равномерной выборки.

Mean error Covariance error Chamfer distance Earth mover’s distance
CNN 1.696509 0.011531 1.647838 3.207308

RandomSampling 1.669204 0.009065 1.643019 3.356436
UniformSampling 7.641980 0.028530 1.204064 19.084152

2.4. Пример применения алгоритма ICP для облаков с пониженным разрешением

Рассмотрим облака точек #1000 и #1010 из сегмента BaylandsToSeafood-Test (таким обра-
зом, используется большой размер шага в последовательности трехмерных фреймов). Обозна-
чим облако #1010 через P1 , облако #1000 через Q1 . Облака P1 и Q1 состоят из 16384 точек
каждое. К паре облаков (P1, Q1) применяется алгоритм λ_rt− ICP регистрации облаков то-
чек [28]. Ошибки регистрации вычисляются с использованием L2 нормы разности вычисленной
матрицы поворота и истинной матрицей поворота (Rotation error), разности вычисленного и
истинного векторов параллельного переноса (Translation error). Облака P2 и Q2 получены из
облаков P1 и Q1 понижением разрешения с помощью представляемой нейронной сети. Об-
лака P2 и Q2 состоят примерно из 1024 точек каждое. К паре облаков (P2, Q2) применяется
алгоритм λ_rt− ICP регистрации облаков точек и вычисляются ошибки регистрации.

(а) (б)

(в) (г)

Рис. 3. (a) — Облака точек P1 и Q1, (б) — Результат регистрации облаков точек P1 и Q1, (в) — Облака
точек P2 и Q2, полученные с помощью CNN, (г) — результат регистрации облаков точек P2 и Q2.
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На рис.3(a) показаны исходные облака точек P1 (синий) и Q1 (красный); на рис.3(б) показан
результат регистрации облаков P1 и Q1; на рис.3(в) показаны прореженные облака точек P2

(синий) и Q2 (красный); на рис.3(г) показан результат регистрации облаков P2 и Q2.
В таблице 4 представлены значения ошибок параллельного переноса Translation error, зна-

чения ошибок вращения Rotation error, и время работы программы Processing time реализую-
щей алгоритм λ_rt − ICP в миллисекундах для исходных облаков P1 и Q1 Original clouds и
прореженных облаков Sampled clouds.

Таблица 4. Точность и время работы алгоритма λ_rt− ICP для исходной и прореженной пары облаков

Translation error Rotation error Processing time, mse
Originalclouds 0.152236 0.0004792 47434
Sampledclouds 0.163855 0.001694 366

ЗАКЛЮЧЕНИЕ

В данной работе описан нейросетевой алгоритм прореживания облаков точек. Предложен-
ная нейронная сеть использует динамическое вычисление окрестностей точек в пространствах
различной размерности. Сверточные слои кодировщика уменьшают количество точек в облаке.
Декодер увеличивает количество точек в облаке. Качество работы предложенного алгоритма
сравнивается с подходами случайной и равномерной выборки и оценивается на наборе данных
San-Francisco Apollo-South Bay.
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A neural network algorithm for sampling 3D point clouds using
deep learning

A. Makovetskii, V. Kober, S. Voronin, A. Voronin,
V. Karnaukhov, M. Mozerov.

Point cloud registration is the task of aligning two or more distinct point clouds by estimating the relative
geometric transformation between them. This is a well-known problem, playing an important role in many
applications, such as SLAM, 3D reconstruction, mapping, positioning, and localization. In this paper, we
propose a point cloud thinning method based on a neural network algorithm. Applying an autoencoder
to the problem of aligning two point clouds allows us to determine a set of points that can be removed
from both clouds without significantly reducing registration accuracy. This problem is relevant because
the dimensionality of the clouds significantly affects the performance of registration algorithms. Computer
simulation results are presented to illustrate the performance of the proposed method.

KEYWORDS: neural network, deep learning, autoencoder, point cloud, registration.
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