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Аннотация—Современная архитектура систем искусственного интеллекта становится все
более прозрачной, что позволяет точнее оценивать достоверность ответов и внедрять на-
дежные методы обучения. Тем не менее, проблема внутренней согласованности мульти-
модальных моделей (Vision-Language Models, VLM) остается актуальной. В частности,
VLM демонстрируют shape bias (предпочтение формы), имитируя человеческое воспри-
ятие. Научная дискуссия фокусируется на вопросе: является ли это свойство фундамен-
тальной характеристикой зрительных представлений или артефактом работы языкового
декодера? В данной работе исследуется роль признаков формы и текстуры во внутренних
слоях VLM. Методология исследования основана на линейном зондировании — диагности-
ке линейной разделимости признаков в скрытых состояниях — с использованием датасета
Stylized-ImageNet. Выявлен существенный разрыв между поведением и внутренними ре-
презентациями: несмотря на выраженное предпочтение формы на выходе (56–62%), во
всех слоях моделей информация о текстуре разделима значительно лучше (F1 > 0.9), чем
геометрическая (F1 ≈ 0.6). Направленные интервенции в скрытые состояния последних
слоев приводят к высокой нестабильности предсказаний. Полученные данные показыва-
ют, что наблюдаемый shape bias не обусловлен доминированием геометрических признаков
в репрезентациях, а формируется на этапе языкового декодирования. Предложенный под-
ход, основанный на методах механистической интерпретируемости, позволяет раскрыть
вычислительные механизмы моделей, что создает теоретическую базу для последующего
повышения предсказуемости систем компьютерного зрения в специализированных при-
кладных сценариях.
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1. ВВЕДЕНИЕ

Бурное развитие мультимодальных архитектур, объединяющих визуальные энкодеры и
большие языковые модели (LLM) [1], привело к качественному скачку в задачах семантиче-
ского анализа изображений. Современные Vision-Language Models (VLM) [2] успешно интер-
претируют визуальный контент, отвечая на вопросы и описывая сцены на естественном языке.
Однако, несмотря на их высокие когнитивные способности, внутренние механизмы формиро-
вания и трансформации признаков в этих глубоких иерархических структурах остаются во
многом неисследованными.
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Одной из центральных проблем в области компьютерного зрения является перцептивное
смещение. Классические исследования Гейрхоса и соавторов [3] установили, что сверточные
нейронные сети (CNN) в значительной степени опираются на локальные текстурные призна-
ки, в то время как человеческое зрение ориентировано на глобальную структуру и форму
объектов. С появлением архитектур на базе Vision Transformers (ViT) [4] и их интеграцией в
VLM баланс сместился: современные модели в поведенческих тестах демонстрируют выражен-
ное предпочтение формы (shape bias) [5,6]. Это поведение часто трактуется как приближение
алгоритмов машинного зрения к принципам зрительного восприятия человека.

Тем не менее, высокая точность классификации по форме в задачах с конфликтующими
признаками требует более глубокого анализа. В контексте авторегрессионных моделей возни-
кает фундаментальный исследовательский вопрос: действительно ли внутренние слои VLM
кодируют геометрию эффективнее текстуры, или же наблюдаемый «shape bias» является ре-
зультатом селективной работы языкового декодера, игнорирующего доминирующий текстур-
ный сигнал? Понимание внутренних механизмов приоритизации признаков имеет фундамен-
тальное значение для обеспечения внутренней согласованности мультимодальных архитектур.
Раскрытие вычислительных процессов, лежащих в основе поведенческих смещений, критиче-
ски важно для построения интерпретируемых моделей, устойчивых к доменным сдвигам и
открывает перспективы для их адаптации в задачах, требующих высокой надёжности приня-
тия решений.

В данной работе мы предлагаем перейти от поведенческого тестирования к методам ме-
ханистической интерпретируемости для диагностики внутренних представлений. Под меха-
нистическим анализом мы понимаем исследование конкретных преобразований признаков
внутри модели — на уровне скрытых состояний и их влияния на итоговое решение, в отличие
от поведенческого анализа, рассматривающего модель как «черный ящик». Мы применяем ли-
нейное зондирование [7] и каузальную интервенцию к скрытым состояниям трех современных
архитектур: LLaVA-1.5-7B [8], Qwen3-VL-8B [9] и PaliGemma2-mix-10B [10]. Под каузальной
интервенцией далее понимается направленное искусственное удаление компоненты скрытого
состояния, ассоциированной с заданным признаком, с целью оценки его влияния на выход
модели.

Вклад нашей работы заключается в следующем:

1. Выявление репрезентативного разрыва: Мы эмпирически показали, что поведенческое
предпочтение формы в современных VLM не отражает структуру их внутренних представ-
лений, которые остаются перенасыщенными текстурной информацией.

2. Локализация стадии формирования shape bias: На основе направленных интервенций
в скрытые состояния и метрики CBI показано, что селекция признаков, определяющая ито-
говое поведение модели, происходит на этапе языкового декодирования, а не в визуальном
энкодере.

2. СВЯЗАННЫЕ ИССЛЕДОВАНИЯ

2.1. Проблема смещения формы и текстуры

Разделение пространственной структуры и статистических характеристик изображения
восходит к фундаментальным работам по переносу стиля [11, 12]. В этих исследованиях бы-
ло математически показано, что информация о семантическом содержании (content) и стиле
(style) может быть изолирована на различных слоях сверточной нейронной сети. Существен-
ный прорыв в понимании перцептивных приоритетов моделей произошел с выходом работы [3].
Авторы формализовали задачу оценки перцептивного смещения и ввели специализированный
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датасет Stylized-ImageNet. В данной выборке геометрия объекта заполняется текстурой, при-
надлежащей иному классу, что формирует ситуацию «конфликта признаков» (cue-conflict).

Эксперименты на данной выборке продемонстрировали, что классические сверточные ар-
хитектуры крайне уязвимы к подобным искажениям, показывая выраженное текстурное сме-
щение. Это объясняется спецификой операции свертки, которая локально чувствительна к вы-
сокочастотным паттернам и градиентам. Современные исследования показывают, что переход
к архитектурам Vision Transformer частично компенсирует эту уязвимость за счет механиз-
мов глобального внимания, однако распределение признаков в контексте мультимодальных
моделей до конца не изучено.

2.2. Зондирование (Probing) в LLM и VLM

Метод линейного зондирования, предложенный в [7], на текущий момент является одним из
основных инструментов механистической интерпретируемости для анализа скрытых представ-
лений глубоких сетей. Суть метода заключается в проверке гипотезы о наличии семантической
информации в активациях слоя в линейно разделимом виде. Обучение простого линейного
классификатора (зонда) на активациях замороженной модели позволяет выявить признаки,
которые могут игнорироваться последующими слоями.

В обзоре [13] подчеркивается, что зондирование эффективно обнаруживает «неявные зна-
ния» — признаки, усвоенные моделью на этапе предобучения, но подавляемые при финальной
генерации. В контексте языковых моделей авторы работы [14] продемонстрировали, что LLM
способны внутренне кодировать истинность утверждений даже при ошибочной текстовой гене-
рации. Применительно к мультимодальным моделям большинство исследований сосредоточе-
но на выравнивании визуальных и текстовых модальностей. Однако детальных исследований,
сопоставляющих динамику формы и текстуры непосредственно внутри остаточного потока
VLM, в настоящее время недостаточно.

2.3. Интерпретируемость VLM

В последнее время активно развивается направление поведенческого анализа смещений в
VLM. В частности, в работе [6] системно исследовано соотношение shape/texture bias в широ-
ком спектре моделей и показано, что языковая составляющая и формулировка промпта позво-
ляют активно модулировать итоговое поведение системы. Настоящее исследование развивает
эти результаты, переходя от поведенческой диагностики к механистическому анализу внутрен-
них представлений. В отличие от [6], где фокус сделан на внешних метриках и steerability через
текстовые инструкции, мы переходим к механистической интерпретируемости [15], применяя
послойное линейное зондирование и направленную каузальную абляцию скрытых состояний,
что позволяет количественно локализовать этап формирования shape bias не в визуальном
энкодере, а на уровне селективной фильтрации признаков языковым декодером.

3. ЦЕЛЬ И ЗАДАЧИ ИССЛЕДОВАНИЯ

Цель: Механистическое описание распределения и значимости признаков формы и тексту-
ры в иерархии слоев VLM для объяснения природы shape bias.

Задачи:

1. Оценка поведенческого смещения моделей LLaVA-1.5-7B, Qwen3-VL-8B и PaliGemma2-mix-
10B на наборе данных Stylized-ImageNet в формате множественного выбора (MCQ).

2. Экстракция скрытых состояний для различных типов агрегации токенов (Mean Image и
Context Vector) по всем слоям моделей.
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3. Количественный анализ линейной разделимости признаков через обучение логистических
зондов с оценкой по метрике F1-score.

4. Проведение каузальной абляции для количественной оценки влияния извлеченных призна-
ков на выходные распределения вероятностей.

4. МЕТОДОЛОГИЯ

4.1. Объекты исследования

Для проведения экспериментов были отобраны три архитектуры:

– LLaVA-1.5-7B: Базируется на Llama-2-7B и проекторе типа MLP (Vicuna) [16].
– Qwen3-VL-8B: Актуальная мультимодальная модель с оптимизированным вниманием [9].
– PaliGemma2-mix-10B: Модель, использующая визуальный энкодер SigLIP [17].

Выбор моделей порядка 10 миллиардов параметров обусловлен необходимостью использо-
вания репрезентативных LLM-ядер при сохранении возможности полного послойного анализа
в условиях вычислительных ограничений. Для процесса инференса применялась квантизация
весов в формат int8. Согласно исследованиям [18], 8-битная квантизация крупных языковых
моделей сохраняет структурную целостность скрытых представлений практически без дегра-
дации метрик, что делает данный метод оптимальным для экстракции эмбеддингов.

4.2. Описание набора данных: Stylized-ImageNet

В качестве экспериментальной базы использовался специализированный набор данных Stylized-
ImageNet (SIN) [3]. Датасет спроектирован для устранения естественной корреляции между
формой и текстурой объектов (рис. 1. Процесс генерации базируется на алгоритме адаптивной
нормализации (AdaIN – Adaptive Instance Normalization) [19]. Изображения модифицируются
путем наложения текстур из набора художественных паттернов при сохранении исходных гео-
метрических контуров. В исследовании использовалась валидационная часть выборки, сгруп-
пированная в 16 макро-классов (airplane, bear, bicycle, bird, boat, bottle, car, cat, chair, clock,
dog, elephant, keyboard, knife, oven, truck). Данный выбор минимизирует семантическую неод-
нозначность при классификации. Общий объем выборки составил 1280 изображений (по 80
примеров на класс). Изображения, в которых класс формы совпадал с классом текстуры, бы-
ли исключены. Применение Stylized-ImageNet позволяет строго дифференцировать, на какой
именно признак опирается каждый слой нейронной сети.

4.3. Оценка поведенческого смещения

Для оценки поведенческого смещения использовалась метрика Shape Bias, вычисляемая как
доля ответов, соответствующих классу формы, по отношению к сумме правильных ответов
по форме и текстуре. Оценка проводилась в формате Multiple Choice Questions (MCQ) для
снижения вариативности генерации. Моделям подавался следующий промпт:

Which option best describes the image?
A. airplane
...
P. truck
Answer with the option’s letter from the given choices directly.

Ответы извлекались посредством парсера регулярных выражений, учитывающего незначи-
тельные отклонения в форматировании ответа (например, генерация полного слова вместо
буквы).
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(а) (б)

(в) (г)

Рис. 1. Примеры изображений (Stylized-ImageNet): (а) - Class: keyboard (keyboard - truck); (б) - Class:
bicycle (bicycle - clock); (в) - Class: clock (clock - dog); (г) - Class: oven (oven - oven).

4.4. Линейное зондирование

Экстракция скрытых состояний hL ∈ RD осуществлялась для двух типов векторов:

1. Mean Image Vector: Вектор, полученный усреднением активаций по всем позициям ви-
зуальных токенов.

2. Context Vector: Скрытое состояние последнего токена последовательности перед подачей
в языковую голову.
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Для экстракции скрытых состояний использовался промпт, описанный в предыдущем раз-
деле. В качестве зондов использовалась логистическая регрессия (реализация scikit-learn) [20]
со стандартными параметрами L2-регуляризации (C = 1.0). Для обеспечения сходимости алго-
ритма оптимизации на высокоразмерных признаковых пространствах параметр max_iter был
увеличен до 1000. Оценка качества производилась по метрике Macro F1-score с разделением
выборки на обучающую и валидационную (80/20).

Мы не утверждаем, что линейная разделимость исчерпывает структуру представлений мо-
дели; тем не менее она служит информативной прокси-метрикой доступности признака для
последующих слоев, реализующих принятие решения.

4.5. Каузальная интервенция и метрика CBI

Для верификации причинно-следственной связи между признаками и предсказаниями про-
водилась операция направленной каузальной интервенции. Из скрытого состояния h

(T )
L по-

следнего слоя вычиталась проекция вектора признака ŵ. Данный вектор конструируется как
нормированный вектор весов логистического зонда, обученного на активациях соответствую-
щего слоя для задачи классификации формы (или текстуры). Абляция проводится исключи-
тельно на скрытых состояниях последнего трансформер-блока L перед подачей в языковую
голову, так как именно этот слой осуществляет финальную интеграцию визуального контекста
и формирование распределения логитов:

h̃L = h
(T )
L − (h

(T )
L · ŵ)ŵ.

Для оценки причинного влияния применяется Causal Bias Index (CBI):

CBI =
∆Acc(S|Sabl)

∆Acc(T |Tabl)
, ∆Acc(·) = Accbase −Accabl.

Значения CBI < 0 интерпретируются как признак сильной нелинейной взаимозависимости
признаков в пространстве активаций: удаление геометрической компоненты приводит к ком-
пенсаторному усилению текстурного сигнала или нарушению баланса масштабов, что вызыва-
ет дестабилизацию выходного распределения. В отличие от положительного CBI, указываю-
щего на линейную причинно-следственную связь, отрицательный профиль метрики подтвер-
ждает гипотезу о работе декодера как нелинейного селективного фильтра.

5. РЕЗУЛЬТАТЫ ЭКСПЕРИМЕНТОВ

5.1. Поведенческий анализ

Результаты поведенческого анализа представлены в Таблице 1. Все тестируемые архитекту-
ры демонстрируют выраженное предпочтение формы на итоговом уровне принятия решений.

5.2. Послойная динамика признаков

На рисунке 2 показана динамика F1-score линейных зондов для каждого слоя. Анализ
графиков позволяет выделить следующие закономерности:

Таблица 1. Поведенческое смещение на датасете Stylized-ImageNet (MCQ).

Модель Shape Bias(%)
LLaVA-1.5-7B 61.2
Qwen3-VL-8B 56.0
PaliGemma2-mix-10B 57.0
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Рис. 2. Точность логистических зондов: (сверху) — последний токен скрытого состояния(Context
Vector); (снизу) — среднее токенов изображения (Mean Image Vector). Сплошные линии соответству-
ют текстуре, пунктирные — форме. Для Context vector дополнительно указывается разброс при разных
сидах разбиения выборки для подтверждения устойчивости результата.

1. Стабильный информационный разрыв: Для всех архитектур наблюдается существен-
ная разница в точности. Текстурная информация линейно разделима с высокой точностью
(F1 > 0.9) на протяжении всей иерархии слоев. В противоположность этому, точность зон-
дов на форму стагнирует на уровне 0.6.

2. Динамика Context Vector: На начальных слоях проекции точность контекстного векто-
ра близка к случайной из-за отсутствия агрегации визуальной информации механизмами
внимания. Значительный рост происходит в первых блоках трансформера.
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3. Консистентность визуального стимула: Текстурная информация является доминиру-
ющей в Mean Image Vector. Это свидетельствует о том, что визуальные энкодеры транслиру-
ют в контекст языковой модели преимущественно низкоуровневую статистическую фактуру
изображений.

6. ОБСУЖДЕНИЕ

Полученные экспериментальные данные демонстрируют несоответствие между внутрен-
ним распределением признаков и внешним поведением моделей. Внутренние представления
VLM обладают высокой плотностью текстурной информации, однако итоговые предсказания
смещены в сторону формы. Это указывает на то, что языковой декодер функционирует как
селективный фильтр, принудительно извлекающий геометрические признаки из контекста,
игнорируя при этом доминирующий статистический фон.

Локализация стадии формирования shape bias формализуется через совокупность трёх ко-
личественных индикаторов:

1. Стабильный информационный разрыв F1tex > 0.9 при F1shape ≈ 0.6 на всех слоях визуаль-
ного энкодера, исключающий геометрическое доминирование в скрытых состояниях;

2. Нелинейный рост точности классификации формы в Context Vector исключительно после
первых блоков трансформера, что коррелирует с этапом агрегации мультимодального кон-
текста;

3. Отрицательные значения CBI < 0 для финальных слоёв, свидетельствующие о том, что
принудительное удаление компонент формы нелинейно дестабилизирует решающие прави-
ла, а не линейно снижает точность.

Совокупность этих метрик количественно подтверждает гипотезу о том, что итоговый shape
bias возникает не как свойство визуальных репрезентаций, а как результат селективного уси-
ления слабого геометрического сигнала на этапе языкового декодирования.

Результаты каузальной абляции (Таблица 2) дополнительно подтверждают эту гипотезу.
Отрицательные значения CBI для Qwen3-VL и PaliGemma2-mix указывают на то, что при-
знаки формы и текстуры в последних слоях не представлены в виде линейно независимых
направлений. Их принудительное удаление нарушает баланс масштабов и статистик актива-
ций, что приводит к дестабилизации решающих правил языковой головы.

Ранее было показано, что чистые визуальные трансформеры (ViT) демонстрируют более
выраженный сдвиг в сторону формы по сравнению с CNN. Наши результаты показывают,
что при интеграции визуального энкодера в мультимодальную архитектуру этот эффект не
переносится напрямую на уровень внутренних представлений. Напротив, shape bias в VLM
формируется как результат селекции признаков языковым декодером, а не как свойство визу-
ального энкодера как такового.

Таблица 2. Оценка каузальной абляции (метрика CBI).

Модель CBI
LLaVA-1.5-7B 0.32
Qwen3-VL-8B -1.21
PaliGemma2-mix-10B -0.63

7. ЗАКЛЮЧЕНИЕ

В представленном исследовании установлено, что наблюдаемое смещение в сторону формы
(shape bias) в современных мультимодальных архитектурах не обусловлено превосходством
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геометрических признаков во внутренних представлениях. Анализ методом линейного зонди-
рования выявил стабильный репрезентативный разрыв: скрытые состояния всех изученных
VLM преимущественно кодируют текстурную информацию, обладающую значительно более
высокой линейной разделимостью. Предпочтение формы формируется на этапе декодирова-
ния, где языковая голова применяет жесткие решающие правила для извлечения слабого це-
левого сигнала. Полученные выводы подчеркивают необходимость перехода от тестирования
моделей по принципу «черного ящика» к методам механистической интерпретируемости. Та-
кой подход позволяет глубже оценивать риски системных ошибок ИИ, создавая основу для
адаптации моделей в задачах, требующих высокой надёжности принятия решений.
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On the Reliability of Computer Vision Systems: Identifying Causal
Mechanisms in Vision–Language Model Decision-Making

I. Zhuravlev, V. Karnaukhov, M. Mozerov.

Modern artificial intelligence architectures are becoming increasingly transparent, enabling more accurate
assessment of model reliability and the development of robust training methodologies. Nevertheless, the
problem of internal consistency in multimodal systems, particularly vision–language models (VLMs), remains
unresolved. Notably, VLMs exhibit a pronounced shape bias - a preference for object shape over texture -
mirroring aspects of human visual perception. An open question in the literature is whether this behavior
reflects a fundamental property of visual representations or arises as an artifact of the language decoding
process. In this work, we investigate the roles of shape and texture features within the internal layers of
VLMs. Our methodology is based on linear probing—a diagnostic tool for assessing the linear separability
of features in hidden representations—using the Stylized-ImageNet dataset. We identify a substantial gap
between model behavior and internal representations: despite a strong shape-based preference at the output
level (56–62%), texture information remains significantly more linearly separable across all layers (F1 > 0.9)
than geometric shape information (F1 ≈ 0.6). Moreover, targeted interventions in the hidden states of late
layers result in highly unstable predictions. The obtained results demonstrate that the observed shape bias is
not driven by the dominance of geometric features in the internal representations, but rather emerges during
the language decoding stage. The proposed approach, grounded in mechanistic interpretability, elucidates
the computational mechanisms underlying these models, thereby establishing a theoretical foundation for
enhancing the predictability of computer vision systems in specialized applied scenarios.

KEYWORDS: vision–language models, shape bias, representation analysis, linear probing,
interpretability, Stylized-ImageNet.
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