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Аннотация—В условиях современных цифровых экосистем с высокой плотностью поль-
зователей и пространственной неоднородностью трафика традиционные методы плани-
рования телекоммуникационной инфраструктуры оказываются недостаточно эффектив-
ными. В данной работе предлагается метод оптимального последовательного размещения
устройств связи на основе архитектуры Актор–Критик. Метод позволяет максимизиро-
вать прирост объёма обслуживаемого трафика при ограниченном бюджете на установку
оборудования, учитывая пространственное распределение нагрузки, затухание сигнала и
стоимостные ограничения. Предложенный подход был протестирован на моделируемой
среде со 100 зонами потребления и 40 допустимыми позициями размещения устройств. Ре-
зультаты демонстрируют эффективность метода в условиях сложной городской застройки
и ожидаемую максимизацию темпа прироста объёма обслуживаемого трафика.
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1. ВВЕДЕНИЕ

Качественное повышение уровня последних достижений в области технологий привело к
тому, что современные жилые и промышленные пространства стали масштабными цифровы-
ми экосистемами, где десятки устройств, находящихся даже в рамках одного помещения —
смартфоны, планшеты, персональные компьютеры и системы «умного дома» — конкуриру-
ют за беспроводные ресурсы. Поскольку развитие технологий и рост числа пользовательских
устройств привели к значительному увеличению нагрузки на интернет-ресурсы, то поддержа-
ние работоспособности этих средств требует соответствующего качества обслуживания. Со-
временные жилые и коммерческие пространства характеризуются высокой плотностью поль-
зователей, обширной и разнообразной геометрией застройки и выраженной пространственной
неоднородностью трафика, что существенно усложняет задачу обеспечения требуемого каче-
ства обслуживания [1, 2].

Традиционные методы планирования сетей связи, основанные на равномерном размещении
точек доступа или использовании упрощённых моделей радиопокрытия, оказываются недо-
статочно эффективными в условиях плотно населённой застройки и, как следствие, неодно-
родного и динамичного трафика [5]. Экранирующее воздействие стен и перекрытий, а также
вариативность пользовательской активности приводят к появлению зон перегрузки и дегра-
дации пропускной способности сети [6].
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В связи с этим актуальной является задача оптимального порядка размещения требуемо-
го числа устройств связи (точек доступа Wi-Fi) в заданной области с учётом ограниченной
обслуживающей способности каждого устройства и его стоимости. Данная задача относится
к классу задач размещения объектов и является вычислительно сложной (NP-трудной) при
реальных размерах задачи [7].

В ряде работ предлагается использовать эвристические и метаэвристические методы, такие
как генетические алгоритмы и алгоритмы роя частиц, для оптимизации размещения устройств
передачи интернета [8]. Однако данные подходы требуют точного задания модели распростра-
нения радиосигнала и плохо масштабируются для сложных архитектур застройки.

В последние годы активно исследуется применение методов машинного обучения для за-
дач проектирования и управления беспроводными сетями [9]. Особый интерес представляют
методы глубокого обучения с подкреплением, способные решать задачи последовательной оп-
тимизации в условиях неопределённости среды [10,11,12]. В отличие от классических методов,
глубокое обучение с подкреплением позволяет обучать стратегию размещения устройств на ос-
нове взаимодействия с симулятором сети без явного задания аналитической модели, которая
далеко не всегда известна в явном виде. В то время как обучение с подкреплением может
решать сложные задачи управления, глубокое обучение помогает аппроксимировать сильно
нелинейные функции из сложных данных.

В данной работе предлагается метод оптимального, с точки зрения максимизации прироста
объёма трафика за единицу времени, порядка размещения заданного числа устройств связи,
бюджет на установку которых ограничен, на основе архитектуры Актор–Критик. В рамках
предложенного подхода агент последовательно выбирает позиции размещения устройств, мак-
симизируя темп прироста объёма обслуживаемого трафика в сети с учётом его распределения
и минимизации затрат на установку оборудования. Сформулированная задача актуальна в
условиях экстренных ситуаций, когда социально важные объекты инфраструктуры, например,
больницы или иные государственные учреждения, остаются без доступа к связи и информа-
ционным ресурсам и необходимо как можно скорее возобновить доступ с учётом ограничений
на имеющиеся ресурсы. И в нормальных условиях может не быть возможности установить
все устройства одновременно (в частности, когда провайдер услуг связи работает в условиях
самоокупаемости), и устройства нужно размещать по одному на каждом шаге работы алгорит-
ма, что требует реализовать последовательное принятие решений с максимизацией прироста
трафика, полученного от установки каждого устройства. Более того, решение задач подоб-
ного класса позволит минимизировать влияние человеческого фактора в процессе принятия
решения, и, как следствие, автоматизировать этот процесс.

2. ПОДХОДЫ К ПЛАНИРОВАНИЮ РАЗВИТИЯ ТЕЛЕКОММУНИКАЦИОННОЙ
ИНФРАСТРУКТУРЫ

Задача оптимального размещения устройств связи широко изучается в контексте плани-
рования сотовых и беспроводных сетей. В ранних работах данная задача формулировалась
как задача минимизации количества объектов, необходимых для покрытия заданной области,
либо задача минимизации суммарных затрат на обслуживание пользователей при фиксирован-
ном числе объектов [7]. Используемые модели, как правило, основывались на аналитических
формулах затухания сигнала, таких как модель свободного пространства или логарифмиче-
ская модель потерь [6]. Основное внимание уделялось геометрическому покрытию и уровню
принимаемого сигнала, в то время как динамика пользовательского трафика и ограничения
по ёмкости узлов оставались без должного внимания. Несмотря на теоретическую строгость,
данные подходы обладают рядом существенных ограничений. Во-первых, они требуют точного
знания параметров среды, что практически недостижимо в условиях плотной застройки. Во-
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вторых, такие модели плохо масштабируются при увеличении числа потенциальных позиций
размещения, что делает их непригодными для применения в реальных сценариях.

Для преодоления вычислительной сложности классических моделей широкое распростра-
нение получили эвристические и метаэвристические алгоритмы. Генетические алгоритмы и
алгоритмы роя частиц применялись для оптимизации размещения базовых станций и точек
доступа в различных сценариях [8]. В работе показано, что данные методы позволяют нахо-
дить приближённые решения задач размещения при существенно меньших вычислительных
затратах по сравнению с точными методами. При этом метаэвристики позволяют учитывать
дополнительные ограничения, такие как минимальное расстояние между устройствами или
максимальная допустимая нагрузка на узел. Однако существенным недостатком эвристиче-
ских методов является их зависимость от параметров настройки. Кроме того, такие алгоритмы
требуют многократного вычисления функции качества, что предполагает наличие точной и
вычислительно эффективной модели радиопокрытия. В условиях сложной внутренней плани-
ровки зданий точность таких моделей существенно снижается [5]. В работах также отмечает-
ся, что традиционные методы планирования размещения устройств Wi-Fi и малых сот (small
cells) не обеспечивают достаточного качества обслуживания в условиях плотной застройки и
высокой вариативности пользовательского трафика [13, 14]. Современные исследования под-
черкивают необходимость учета как пространственной структуры зданий, так и временной
динамики нагрузки, что делает задачу размещения устройств связи существенно более слож-
ной по сравнению с классическими моделями покрытия.

С развитием сетей пятого поколения (5G) задача размещения устройств приобрела особую
актуальность. В ряде исследований рассматривается размещение узлов связи в районах с боль-
шой плотностью людей с целью повышения пропускной способности сети и разгрузки базовых
станций [2,5]. В этих работах подчеркивается важность учета пространственного распределе-
ния пользователей, неоднородности трафика и интерференции между соседними узлами. Од-
нако в настоящее время для решения существующих задач размещения, как правило, всё ещё
прибегают к помощи квалифицированного специалиста, способного спланировать расстановку
станций, или пользуются одним из классических методов [3]. Именно поэтому вопрос автома-
тизации принятия решений в этой области вызывает интерес и представляется актуальным.
Например, уже известны программные комплексы, способные осуществлять оптимизационное
проектирование сетей связи и систем доступа, а также выполнять частотно-территориальное
планирование [4].

Некоторые авторы предлагают многоуровневые модели, в которых задача размещения ре-
шается совместно с задачей распределения мощности или частотных ресурсов, тем самым
решая задачу комбинаторной оптимизации. Так, в работе [15] показано, что использование
алгоритма имитации отжига в сочетании с эмпирическими моделями распространения сигна-
ла позволяет значительно расширить зону покрытия и повысить точность планирования по
сравнению со стандартными моделями. Аналогичные выводы о необходимости комплексного
подхода получены в исследовании [16], где доказывается, что совместная оптимизация распо-
ложения узлов и распределения ресурсов (ширины полосы и антенных конфигураций) крити-
чески важна для достижения целевых показателей скорости передачи данных в современных
сетях. Тем не менее большинство существующих моделей предполагают либо статическое рас-
пределение трафика пользователей, либо усреднённые показатели нагрузки, что ограничивает
их применимость для объектов с выраженной временной и пространственной динамикой тра-
фика.

С развитием концепций интеллектуальных сетей (self-organizing networks, SON) всё боль-
шее распространение получают методы машинного обучения для автоматизации задач проек-
тирования и управления беспроводной инфраструктурой. Обзор современных подходов пред-
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ставлен в работах [9, 17], где показано, что методы глубокого обучения позволяют аппрокси-
мировать сложные зависимости между характеристиками среды и качеством обслуживания
без явного задания физических моделей распространения сигнала. В частности, используют-
ся методы регрессии и классификации для прогнозирования уровня сигнала, выявления зон
перегрузки и оценки качества обслуживания [9]. В ряде работ нейронные сети применяют-
ся для аппроксимации сложных моделей распространения сигнала, что позволяет отказаться
от ручной настройки параметров. Однако многие методы машинного обучения страдают от
плохой адаптации к изменяющимся условиям, поэтому они преимущественно ориентированы
на задачи прогнозирования и адаптации параметров сети, а не на оптимальное размещение
оборудования. Поэтому такие методы, как правило, используются в качестве вспомогательных
инструментов и не решают задачу оптимального размещения оборудования напрямую. Кроме
того, большинство подходов на основе машинного обучения предполагают наличие размечен-
ных данных, что затрудняет их применение на этапе проектирования сети, когда фактические
измерения отсутствуют.

В этой связи особый интерес представляют методы обучения с подкреплением, которые поз-
воляют формулировать задачу размещения устройств как задачу последовательного принятия
решений. Методы этого класса показали высокую эффективность в задачах управления сете-
выми ресурсами, включая маршрутизацию и распределение пропускной способности [10, 11].
Это позволяет использовать их в качестве самостоятельного решения, не прибегая к при-
менению дополнительных алгоритмов. В работах [12, 18] продемонстрирована возможность
применения глубокого обучения с подкреплением для оптимизации параметров беспроводных
сетей. В работах [19, 20] показано, что обучение с подкреплением эффективно применяется
для управления ресурсами беспроводных сетей, включая распределение мощности каналов
и пропускной способности. Преимуществом данного подхода является возможность обучения
агентов стратегии управления сетью без явного задания аналитической модели среды, что
особенно важно для сложных архитектур. И, более того, очевидным достоинством методов
обучения с подкреплением является высокая скорость выработки решения предварительно
обученной нейросетью. Это преимущество проявляется в ситуациях, когда решение необходи-
мо принимать как можно скорее, например, в экстренных или аварийных ситуациях. Таким
образом обученную нейросетевую модель можно использовать в режиме онлайн, генерируя
ответ за считанные секунды, что существенно быстрее, чем проведённый заново процесс обу-
чения.

Методы глубокого обучения с подкреплением получили широкое распространение благода-
ря способности масштабироваться к большим пространствам состояний и действий. Особенно
это касается методов, основанных на политике. В частности, архитектуры Актор–Критик и их
модификации демонстрируют высокую устойчивость обучения и меньшую дисперсию гради-
ентов по сравнению с классическими методами градиента политики [10,14]. В работах [21,22]
показано, что Актор–Критик подходы успешно применяются в задачах оптимизации с дис-
кретными и смешанными пространствами действий.

В контексте телекоммуникационных сетей архитектуры Актор–Критик используются для
оптимизации топологии и размещения сетевых элементов. Так, в исследованиях [16,23] предла-
гаются DRL-модели для размещения узлов связи в гетерогенных сетях, демонстрирующие пре-
восходство над эвристическими алгоритмами по суммарной пропускной способности и устой-
чивости сети. При этом авторы отмечают, что использование глубокого обучения с подкреп-
лением позволяет учитывать долгосрочный эффект каждого изменения конфигурации, что
недоступно статическим методам оптимизации. Данный подход описан и в работе [24], где ал-
горитм Актор–Критик применяется для поэтапного размещения воздушных базовых станций,
демонстрируя лучший результат в сравнении с другим алгоритмом обучения с подкреплени-
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ем. Авторы обосновывают эффективность последовательного принятия решений тем, что оно
позволяет на каждом шаге точно оценивать мгновенный прирост скорости передачи данных
в сети и тем самым динамически перераспределять мощность в зависимости от текущего со-
стояния среды, обеспечивая таким образом оптимальные значения.

Несмотря на значительный прогресс, подавляющее большинство существующих работ со-
средоточено на управлении уже развернутой сетью, тогда как задача первоначального разме-
щения стационарных устройств с учетом ёмкостных ограничений и неоднородного трафика
остается недостаточно исследованной. Это обуславливает актуальность применения метода
Актор–Критик для решения задачи оптимального размещения устройств связи в условиях
ограниченных ресурсов и сложной пространственной структуры среды. И поскольку в данной
статье рассматривается задача именно такого типа, метод Актор–Критик используется для ее
решения.

3. МАТЕМАТИЧЕСКАЯ МОДЕЛЬ ОБУЧЕНИЯ С ПОДКРЕПЛЕНИЕМ ДЛЯ
ПЛАНИРОВАНИЯ СЕТИ

Рассмотрим область Ω ⊂ R2, соответствующую территории, на которой планируется раз-
мещать устройства. Область разбивается на конечное множество зон

Ω = {z1, z2, . . . , zm},

каждой из которых сопоставлен объем пользовательского трафика λi – требуемый объем
передачи данных в единицу времени в этой локации. Для размещения устройств связи, в свою
очередь, определено конечное множество допустимых позиций

P = {p1, p2, . . . , pk}.

В каждой позиции pj может быть установлено не более одного устройства связи. Каждое
устройство обладает максимальной пропускной способностью Kmax и стоимостью установки
Cj . Итак, требуется разместить не более N заданных устройств связи, где N ≪ K. Для этого
обозначим бинарную переменную xj :{

xj = 1, если устройство размещено в позиции pj ,

xj = 0, иначе, j = 1, . . . , k.

Пусть функция Lj задаёт достижимый объём трафика, обслуживаемый устройством, раз-
мещённым в позиции pj . Эффективность связи между зоной zi и позицией pj задается без-
размерным коэффициентом Rij ∈ [0, 1], учитывающим затухание сигнала и характеристики
среды. Тогда суммарная нагрузка на устройство j определяется объемом трафика, поступаю-
щим от всех зон, закрепленных за данной точкой размещения:

Lj =
m∑
i=1

λi ·Rij · I(zi, pj), j = 1, . . . , k,

где I(zi, pj) — индикаторная функция принадлежности зоны zi к устройству в позиции pj ,
равная 1, если зона обслуживается данным устройством, и 0 в противном случае. Каждая зона
обслуживания автоматически закрепляется за теми сетевыми устройствами, которые обеспе-
чивают качество сигнала, отличное от нуля (ненулевой коэффициент Rij).

Также учитывается ограничение на ёмкость устройства:
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Lj ≤ Kmax, для всех j.

Ограничение подобного рода необходимо для тех ситуаций, когда суммарный объём тре-
буемого трафика в зонах, подключенных к данному устройству, превышает объём трафика,
который устройство способно обработать. Тогда ставится задача выбора порядка размеще-
ния устройств, оптимального с точки зрения максимизации прироста объёма обслуживаемого
трафика, полученного после установки устройства в единицу времени, и одновременной ми-
нимизации капитальных затрат. В таком случае целевая функция формулируется как:

F =
k∑

j=1

xj · (w1 ·∆Pj − w2 · Cj) → max,

где:

– xj ∈ {0, 1} — бинарная переменная: 1, если в точке j установлено устройство, 0 — если нет.
– ∆Pj — чистый прирост пропускной способности всей сети, полученный от установки устрой-

ства в точке j.
– Cj — стоимость установки в позиции j.
– w1, w2 — весовые коэффициенты.

После очередного шага обучения с подкреплением вычисляется суммарная нагрузка L на
устройство, место размещения которого было определено в текущий момент. В таком слу-
чае сумма нагрузок на все установленные устройства определяет текущий объём трафика,
обслуживаемого сетью. Тогда прирост пропускной способности ∆P , которую стремится мак-
симизировать агент, вычисляется как разница между тем, сколько трафика обслуживала сеть
до установки устройства в точке, и сколько она стала обслуживать после этого. Таким об-
разом, сформулированная задача представляет собой задачу комбинаторной оптимизации с
ограничениями по количеству устройств и их обслуживающей способности.

Поскольку в предлагаемом в этой статье подходе задача решается как задача обучения с
подкреплением, необходимо определить дополнительные параметры задачи. Обучение с под-
креплением представляет собой парадигму машинного обучения, в которой агент взаимодей-
ствует с окружающей средой с целью максимизации кумулятивной награды. На каждом шаге
времени агент наблюдает состояние среды, выбирает действие и получает числовую награ-
ду, отражающую качество принятого решения. Используя полученную награду как обрат-
ную связь, он итеративно обновляет свою стратегию действий, чтобы достичь оптимальной
управляемой политики. Так, модель обучается на основе опыта взаимодействия с окружа-
ющей средой методом проб и ошибок [25]. Например, одним из самых простых и широко
распространенных методов обучения с подкреплением является Q-обучение, однако его про-
странство действий дискретно, а значит ограничено, поэтому метод плохо масштабируется
для задач большой размерности. В связи с этим в данной работе используется архитектура
Актор–Критик, сочетающая преимущества методов на основе политики и методов на основе
ценности.

Для пространств состояний с высокой размерностью предпочтение отдается методам глу-
бокого обучения с подкреплением, а не стандартным методам обучения с подкреплением.
Так, алгоритмы на основе политики, например Актор–Критик, предпочтительны для боль-
ших сложных систем, включая системы управления с несколькими агентами. Модели обуче-
ния с подкреплением Актор–Критик универсальны в том смысле, что они находятся между
алгоритмами на основе политики и алгоритмами на основе ценности, поскольку имеют два
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оценщика: Актор использует оценку состояния от Критика для выбора действия, а Критик
оценивает функцию ценности состояния V π:

V π(s) = Es′∼p(s′|s,a),a∼π(s),r∼r(s,a)

[
r + γV π(s′)

]
,

где E(·) – символ математического ожидания, s′ – следующее состояние среды после выпол-
нения действия a, π – политика Актора, определяющая распределение вероятностей действий
в состоянии s, γ ∈ [0, 1] – коэффициент дисконтирования, задающий баланс важности между
немедленным и будущим вознаграждением.

В рассматриваемой задаче состояние среды s включает информацию о планировке зданий,
уже размещенных устройствах и распределении пользовательского трафика, а действие a соот-
ветствует выбору позиции для установки очередного устройства связи и, как следствие, опреде-
лению тех зон, которые обслуживаются данным устройством. Примечательно, что суммарный
объём трафика зон может превышать значение Kmax устройства. Сеть Актор параметризует
стратегию выбора действий и определяет, где следует разместить следующее устройство свя-
зи. Сеть Критик, в свою очередь, оценивает ожидаемую долгосрочную награду, соответствую-
щую выбранному действию, что позволяет снизить дисперсию градиента политики и повысить
стабильность обучения. Так, состояние среды s включает текущее размещение устройств на
настоящем шаге, задаваемое согласно набору переменных xj , стоимость размещения каждого
и суммарную пропускную способность зон, действие a соответствует выбору позиции для уста-
новки очередного устройства, а функция вознаграждения rt на шаге t отражает приращение
суммарной производительности сети за вычетом стоимости установки устройства связи:

rt = w1 ·∆Pt − w2 · Ct.

Итак, агент, управляемый алгоритмом, наблюдает за состоянием системы st на каждом
временном шаге t и получает награду rt от своей среды после совершения действия at. По-
сле действия на основе текущей политики система переходит в следующее состояние st+1 и
обновляет свои знания об окружающей среде.

Для каждой телекоммуникационной системы формируется свой экземпляр обученной се-
ти Актор–Критик. Наборы исходных данных для обучения отличаются друг от друга числом
устройств для установки и/или объёмом трафика, требуемого для каждой зоны. Предпола-
гается, что ни одно устройство не является установленным в начале обучения. Объём тра-
фика изменяется не более чем на ±30% от исходной конфигурации, причем каждый шаг его
изменения для некоторой зоны приближенно соответствует пропускной способности одного
устройства из числа доступных для размещения.

4. ВЫЧИСЛИТЕЛЬНЫЙ ЭКСПЕРИМЕНТ ПО ПЛАНИРОВАНИЮ СЕТИ

На рисунке 1 представлена область, разбитая на 100 дискретных зон с заданными объемами
пользовательского трафика. Требуется разместить 10 устройств связи среди 40 допустимых
мест для размещения пошагово (по одному) таким образом, чтобы максимизировать темп при-
роста объёма обслуживаемого трафика в сети на каждом шаге при ограниченной пропускной
способности каждого устройства и стоимости его установки. Позиции, в которых допусти-
ма установка устройства, обозначаются красным крестиком с указанием стоимости установ-
ки устройства, а серыми кружочками обозначены зоны потребления, подписанные значения-
ми объема трафика. Все значения указываются в соответствующих относительных единицах
(о.е.).

Решается задача последовательного принятия решений, в которой агент выбирает позиции
размещения устройств, учитывая пропускную способность каждого, а также его стоимость. В
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Рис. 1. Область размещения устройств

ситуации, когда суммарный трафик зон, подключенных к устройству, превышает его макси-
мальную пропускную способность, число обслуживаемых зон постепенно уменьшается (зоны
сортируются по убыванию требуемого объёма трафика) до момента, пока суммарный вклад
оставшихся зон не станет меньше Kmax. Стоимость в данном примере принимается фикси-
рованной для каждого устройства, значения весовых коэффициентов принимаются следую-
щими: w1 = 1.0, w2 = 0.5. Коэффициенты Rij идентифицируются случайными вещественны-
ми числами в диапазоне от 0 до 1 так, что каждое устройство имеет связь с каждой зоной.
Они определяются на основе типовой модели затухания радиосигнала, модифицированной с
учетом случайных затуханий. Значение коэффициента рассчитывается как функция, обратно
пропорциональная квадрату расстояния между позицией размещения устройства и зоной, с
умножением на случайный поправочный множитель, распределённый по нормальному закону
и имитирующий эффект затенения. При этом одна зона может быть связана с несколькими
устройствами одновременно, и степень связи определяется согласно коэффициенту Rij . Обу-
чение начинается с предположения о том, что ни одно устройство ещё не установлено.

Состояние среды определяется как объём необслуженного трафика каждой зоны и инфор-
мация о местах и стоимости размещения уже установленных устройств. Действие агента за-
ключается в выборе места для установки одного устройства. Чтобы исключить невозможное
решение, запрещается использовать позиции, где устройство уже установлено.

Сеть Актора состоит из трёх полносвязных слоев, исходя из размерности задачи. Во вход-
ном слое сети Актора количество нейронов равно количеству зон потребления совместно с
двукратным количеством позиций для установки устройства, поскольку для каждой позиции
Актору задается две характеристики: стоимость размещения в этой позиции и двоичный ста-
тус (итого выходит 100+40+40 = 180 нейронов). Далее идёт линейный слой с 256 нейронами
(такая мощность обусловлена близостью числа нейронов к их количеству во входном слое), а
выходной слой сети Актора содержит количество нейронов, равное максимальному количеству
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потенциально возможных действий (т.е. также количеству позиций), и использует функцию
активации softmax для генерации вероятности каждого из возможных действий. Сеть Кри-
тика состоит из такого же количества полносвязных слоев, что и Актор, но на входе имеет
дополнительные по сравнению с сетью Актора нейроны по числу узлов, которые характери-
зуют узел, выбранный для установки устройства (нейрон с этим номером принимает на вход
значение 1, в то время как оставшиеся дополнительные входы принимают значение 0). На
выходе сеть Критика имеет один нейрон с линейной функцией активации, который оценивает
ожидаемое совокупное вознаграждение при текущем состоянии инфраструктуры. В скрытых
слоях обеих нейросетей применяется функция активации ReLU.

Для установки устройств нейронные сети предложили позиции 28, 9, 32, 3, 10, 33, 11, 35,
15, 14, обеспечивающие в указанном порядке максимальный темп прироста объёма трафика
и отображённые на рисунке 2 синими кружочками. Обслуженный трафик составил 586.27
единиц, а его объём относительно суммарного объёма всех зон составил 35.35%.

Рис. 2. Карта сети с учётом размещённых устройств

Обучение было проведено на 980 эпизодах с помощью библиотеки Torch среды разработки
Python. График функции потерь, демонстрирующий корректность проведённого обучения с
подкреплением, изображён на рисунке 3.

Поскольку поставлена задача максимизации прироста объёма обслуживаемого трафика по
мере установки устройств, важно проанализировать этот показатель: график его изменения
приведён на рисунке 4. Наглядно видно увеличение максимизируемой величины, что также
свидетельствует о корректно проведённом процессе обучения.

Время, затраченное на процесс обучения сети Актор–Критик, составило 14.07 с при ис-
пользовании центрального процессора с тактовой частотой 2.3 ГГц, графического ускорителя
и оперативной памяти объёмом 12 Гб. Обученная сеть тратила на один акт определения оп-
тимального порядка размещения устройств 0.0001426 с, что наглядно демонстрирует преиму-
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Рис. 3. График функции потерь

Рис. 4. График роста объёма обслуживаемого трафика по мере размещения устройств
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щество обучения с подкреплением перед традиционными методами планирования развития
телекоммуникационной инфраструктуры.

5. ЗАКЛЮЧЕНИЕ

В данной работе было проведено исследование и реализован метод оптимального простран-
ственного размещения устройств беспроводной связи в условиях сложной городской застрой-
ки с использованием алгоритма глубокого обучения с подкреплением на базе метода Актор–
Критик. В ходе исследования была создана модель, учитывающая пространственную неодно-
родность трафика, коэффициенты затухания сигнала в зависимости от расположения узлов
и стоимостные ограничения на установку оборудования. Применение нейронной сети Актор–
Критик позволило эффективно решить задачу комбинаторной оптимизации, характеризующу-
юся высокой размерностью пространства состояний. Экспериментальное моделирование под-
твердило способность агента обучения с подкреплением на каждом шаге работы алгоритма
располагать устройство таким образом, чтобы максимизировать прирост объёма используе-
мого трафика с учётом минимизации затрат на установку оборудования. График функции
потерь свидетельствует о корректности выбранной архитектуры и системы вознаграждений.
Итоговые результаты продемонстрировали, что предложенный подход позволяет достичь ра-
ционального баланса между качеством обслуживания пользователей и экономическими за-
тратами на развитие сетевой инфраструктуры. В будущем разработанная модель может быть
использована для планирования проводных сетей передачи информации, а также может быть
дополнена учётом трафика, динамически изменяющегося (например, увеличивающегося) с те-
чением времени, более сложными формулами вычисления затухания сигнала и увеличенным
размером рассматриваемой карты территории, а также условиями, накладывающимися на
непересечение зон передачи сигнала.
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Optimization Planning of Telecommunication Infrastructure
Development Based on Deep Reinforcement Learning

S. P. Kovalyov, A. I. Poliuchovich

The advancement of modern technologies has led to the emergence of large-scale digital ecosystems
in residential and commercial spaces, where dozens of devices compete for wireless resources. Traditional
network planning methods based on uniform access point placement or simplified radio coverage models
prove insufficient in densely populated areas with heterogeneous and dynamic traffic. This paper proposes a
method for optimal sequential placement of communication devices using the Actor-Critic architecture. The
method maximizes the increase in served traffic volume per unit time under a limited installation budget,
considering spatial load distribution, signal attenuation, and cost constraints. The proposed approach was
tested on a simulated environment with 100 consumption zones and 40 possible placement locations. Results
demonstrate the method’s effectiveness in complex urban environments and its computational superiority
over traditional planning methods.

KEYWORDS: telecommunication infrastructure, deep reinforcement learning, Actor-Critic
architecture, access point placement optimization, wireless networks
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